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RESUMEN

El objetivo de esta investigacion es determinar en qué porcentaje las técnicas de
machine learning permiten predecir el rendimiento académico de los estudiantes de la UNAS,
mediante las métricas de evaluacion: exactitud, precision, sensibilidad, especificidad,
puntuacion F1 y Curva ROC, con el fin de poder identificar a los alumnos con probabilidad de
éxito o fracaso de acuerdo con una escala de calificacion. En este estudio se hizo uso de una
poblacion de 4584 estudiantes, por lo que se usé la totalidad de la poblacion como muestra.
Asimismo, el estudio es de tipo aplicada, enfoque cuantitativo, alcance descriptivo, y disefio de
investigacion experimental de tipo pre-experimental de un solo grupo, esto porque luego de
aplicar las técnicas de machine learning se podré observar los resultados y realizar la medicion.
Para la creacion de los modelos predictivos, se siguieron los pasos de la metodologia KDD,
utilizando Python como lenguaje de programacion y Jupyter Notebook de la suite Anaconda
como interfaz de desarrollo. Para visualizar los resultados, se desarrollé un prototipo en el
entorno de desarrollo Spyder. Los resultados confirman la validez de las técnicas de machine
learning para predecir el rendimiento académico de los estudiantes de la UNAS. Por lo que se
destaca que la técnica con mejor resultado en este contexto fue Redes Neuronales con los
siguientes valores: Exactitud= 96.24%, sensibilidad = 96.23%, y puntuacion F1 = 96.21%. No
obstante Arbol de decision obtuvo los mejores valores de: Precision= 95.72%, y especificidad

=95.68%, a la vez que SVM obtuvo el valor 6ptimo de Curva ROC=99.42%.
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ABSTRACT

The objective of this research is to determine in what percentage machine learning
techniques allow predicting the academic performance of UNAS students using evaluation
metrics such as accuracy, precision, recall, specificity, F1 score, and ROC curve, in order be
able to identify students with a probability of success or failure according to a grading scale. In
this study, a population of 4584 students was used, so the entire population was used as a
sample. Likewise, the study is of an applied type, quantitative approach, descriptive scope, and
design of experimental research of pre-experimental type of a single group, this because after
applying machine learning techniques it will be possible to observe the results and make the
measurement. For the creation of predictive models, the KDD methodology was followed,
using Python as the programming language and Jupyter Notebook from the Anaconda suite as
the development interface. To visualize the results, a prototype was developed in the Spyder
development environment. The results confirm the validity of machine learning techniques to
predict the academic performance of UNAS students. Therefore, it is highlighted that the
technique with the best result in this context was Neural Networks with the following values:
Accuracy = 96.24%, sensitivity = 96.23%, and F1 score = 96.21%. However, Decision Tree
obtained the best values of: Precision = 95.72%, and specificity = 95.68%, while SVM obtained
the most optimal value of ROC Curve = 99.42%.

Keywords:

Machine learning, Academic performance, KDD, Students, UNAS.



I. INTRODUCCION

Hoy en dia, las técnicas de machine learning son objeto de estudio por diversos
investigadores en el ambito educativo para diferentes tareas, entre ellos la resolucion de
problemas como la desercion de estudiantes, la seleccion de cursos, apoyo en actividades
relacionadas con pasantias y muchos otros problemas similares (Henriquez, Salcedo y Sanchez,
2022).

La educacion es un tema de estudio de relevancia mundial dado su rol fundamental en
el desarrollo de un pais, por lo tanto, se debe prestar vital atencion a los resultados del
desempefio de los estudiantes y los factores que tienen influencia en esos resultados, la
introduccion de nuevas tecnologias estd generando mayor interés en el sector educativo puesto
que esta conllevando a la busqueda de herramientas que posibiliten la prediccion del
rendimiento académico estudiantil. (Olortegui, 2024).

En Espana, el rendimiento académico en la educacion superior es preocupante, casi el
30% de los estudiantes no logra terminar la carrera universitaria en la que se matriculd; esto se
debe a diferentes factores como son: falta de orientacion y preparacion previa de los estudiantes;
disefio inadecuado de los planes de estudios, escaso acompafiamiento en el proceso formativo;
bajo rendimiento académico de los estudiantes debido a limitaciones en sus habilidades,
dedicacion o desmotivacion. (RRHHDigital, 2021)

En América Latina, los expertos han venido sefialando que la educacion tiene serias
deficiencias, y esto ha sido comprobado por muchos afios en los informes que la Organizacién
para la Cooperacion y el Desarrollo Econdmicos (OCDE) ha elaborado sobre este tema, en
dichos informes se puede constatar que la regién estd muy por debajo de los estdndares
mundiales de rendimiento académico. En el pais de Argentina se observa elevadas tasas de bajo
desempefio académico (entre el 60% y el 80% en los ultimos afios), considerando que el bajo
rendimiento académico tiene asociacion con elevados indices de desercion estudiantil, asi como
también es afectado por una variedad de factores heterogéneos, de naturaleza interna y externa,

que inciden en el desempefio del estudiante.

A nivel nacional en una investigacion realizada en una universidad del Per(i, muestra que

aproximadamente el 75% logra aprobar el curso en el que se matriculan, sin embargo, hay un

conjunto de programas académicos, donde la proporcion de estudiantes que aprueban el curso es

notablemente inferior, cuyas escuelas vinculadas a las ciencias basicas e ingenierias destacan con

bajos rendimientos académicos, con tasas de desaprobados (No se presentaron, insatisfactorio y

en proceso) que oscilan entre el 30% al 39% . (PISA, 2018)



En la Universidad Nacional Agraria de la Selva (UNAS), el rendimiento académico se
evalua mediante criterios establecidos en los silabos de cada asignatura; de acuerdo con el
(Reglamento General de la UNAS, 2017) las calificaciones se expresan en una escala vigesimal,

que va de cero a veinte puntos, siendo 11 la nota minima necesaria para aprobar (Ver Tabla 1)

Tabla 1. Escala de Calificaciones

Calificacion Nota
Excelente 20,19y 18
Muy Bueno 17,16y 15
Bueno 14y 13
Regular 12y 11
Desaprobado 10 0 menos

Fuente: Reglamento General de la UNAS, 2017

Figura 1 Rendimiento académico por nota promedio acumulado de los estudiantes de la

UNAS, aiio 2014
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Segun datos proporcionados por OCDA, se observa que el 28.53% de los alumnos de la
UNAS presenta un rendimiento académico inferior a 11; el 36.15% obtiene un promedio entre
11y 12 en la nota promedio acumulada; el 35.21% registra un promedio alrededor del 12.01 y
16 en la nota promedio acumulada, mientras que solo el 0.11% se sitia en el quinto superior

(de 0 a 20), indicando un promedio superior a 16 (Ver Figura 1). Esto altos porcentajes de bajo



rendimiento académico demuestra la grave situacion que atraviesan los estudiantes, esto se debe
a diferentes factores o aspectos relacionados al rendimiento académico, estos resultados muchas
veces tienen efectos que pueden ser: la pérdida de beneficios como el acceso a becas dentro de
la institucion, dentro del estado peruano (PRONABEC) o becas internacionales, etc.; asi como
también, puede traer consigo el retraso en el tiempo de culminacion de la carrera, la

desaprobacion de los cursos y finalmente abandonar completamente sus estudios.

Debido al panorama actual referente al rendimiento académico se formul¢ la siguiente
pregunta general: ;Existe diferencia en las métricas de evaluacion de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS?
Asi como también las siguientes preguntas especificas:

(Existe diferencia en la exactitud de las técnicas de Machine Learning en la prediccion

del rendimiento académico de los estudiantes de la UNAS?

(Existe diferencia en la precision de las técnicas de Machine Learning en la prediccion

del rendimiento académico de los estudiantes de la UNAS?,

(Existe diferencia en la sensibilidad de las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS?

(Existe diferencia en la especificidad de las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS?

(Existe diferencia en la puntuacion F1 las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS?

(Existe diferencia en la curva ROC de las técnicas de Machine Learning en la prediccion

del rendimiento académico de los estudiantes de la UNAS?

Este estudio se justifica en bases teodricas solidas, al analizar comparativamente el
desempefio predictivo de las técnicas de machine learning en el rendimiento académico, como
medio para identificar a estudiantes que presentan riesgo de fracaso, y los resultados se
contrastan con estudios previos. Sumado a esto, contribuye al conocimiento del
comportamiento de diversas variables relacionadas con el rendimiento académico y busca
profundizar en este tema a través de teorias, ademas de sugerir recomendaciones para futuros

estudios.



De igual modo, este estudio tiene una relevancia practica significativa, al abordar un
problema real relacionado con la prediccion del rendimiento académico de los estudiantes de la
UNAS, por lo cual el desarrollo de técnicas de machine learning no solo permite una
identificacion mas precisa de los estudiantes con riesgo de bajo rendimiento académico, sino
que también permite implementar estrategias preventivas que mejoren su desempefio
académico. De este modo, este tipo de estudio contribuye al fortalecimiento de la calidad
educativa y al desarrollo académico, generando un efecto positivo tanto al bienestar personal

de los estudiantes como en el contexto educativo que los rodea.

Ademas, este estudio tiene relevancia social, ya que contribuye al bienestar de la
poblacion estudiantil de la UNAS al ayudar a la identificacion del rendimiento académico, esto,
a su vez, permite a la universidad ofrecer diversas alternativas para dar soporte al desarrollo
profesional de los estudiantes, buscando elevar su calidad de vida. Por ultimo, desde una
perspectiva tecnologica, este estudio se justifica al crear un modelo predictivo que podria ser
util como base para la realizacion de un software de apoyo para la universidad, destinado a

identificar el rendimiento académico de manera efectiva

Este estudio busco lograr predecir el rendimiento académico de estudiantes de la UNAS,
donde para alcanzar este objetivo se tomaron en cuenta los promedios ponderados de los
alumnos que se encuentran registrados en el periodo académico 2021-1I, extraidos de la base
de datos de la universidad. A estos datos se les aplico las técnicas de machine learning, las
cuales fueron comparadas para identificar la mas efectiva mediante diversas métricas de

evaluacion.

1.1. Objetivos
1.1.1. Objetivo General

Comparar las técnicas de machine learning para predecir el rendimiento académico de

los estudiantes de la UNAS.

1.1.2. Objetivos Especificos
Evaluar la diferencia en la exactitud de las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS

Evaluar la diferencia en la precision de las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS



Evaluar la diferencia en la sensibilidad de las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS

Evaluar la diferencia en la especificidad de las técnicas de Machine Learning en la

prediccion del rendimiento académico de los estudiantes de la UNAS

Evaluar la diferencia en la puntuacion F1 de las técnicas de Machine Learning en la en

la prediccion del rendimiento académico de los estudiantes de la UNAS

Evaluar la diferencia en la curva ROC de las técnicas de Machine Learning en la en la

prediccion del rendimiento académico de los estudiantes de la UNAS.

1.2. Hipdtesis
1.2.1. Hipétesis General
Existe diferencia significativa en las métricas de evaluacion de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

1.2.2. Hipétesis Especificas
Existe diferencia estadistica significativa en la exactitud de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

Existe diferencia estadistica significativa en la precision de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

Existe diferencia estadistica significativa en la sensibilidad de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

Existe diferencia estadistica significativa en la especificidad de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

Existe diferencia estadistica significativa en la puntuacion F1 de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

Existe diferencia estadistica significativa en la curva ROC de las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.



II. REVISION DE LITERATURA
En esta seccion se procederd a definir las teorias relacionadas que engloba las variables
de estudio, asimismo se conceptualizara las dimensiones, los cuales seran recopilados de bases
de datos indexadas, tales como Scopus, ScienceDirect y Web of Science, asi como de libros,

con relacion a los 8 ultimos afios.

2.1. Marco tedrico
2.1.1. Machine learning
Segun Geron (2019), es aquella ciencia (y el arte) de programar computadoras capaces

de aprender automaticamente a partir de la informacién proporcionada.

Por otra parte, Veliz (2020), afirma que el machine learning comprende diversas
técnicas orientadas a crear un modelo basado en un conjunto de datos, sin la necesidad de una
programacion personalizada para cada problema. Esto facilita la resolucion de tareas como la

prediccion de casos nuevos y la explicacion de resultados.

2.1.2. Tipos de Machine Learning
Las técnicas de machine learning suelen clasificarse en dos principales categorias,
denominadas aprendizaje supervisado y no supervisado y dos secundarias que son el

aprendizaje semi supervisado y el aprendizaje por refuerzo (Subasi, 2020).

2.1.2.1.Aprendizaje supervisado

Para Watt et al (2020), este tipo de aprendizaje implica relaciones de entrada/salida.
Aplicable a una amplia gama de situaciones y tipos de datos, este tipo de problema se dividen

en: regresion y clasificacion, esto dependera de la forma numérica general de la salida.
Regresion

Implica ajustar un modelo utilizando un conjunto de datos de entrenamiento, permite
realizar predicciones sobre un resultado de valor continuo. Esto significa predecir un valor
numérico que se tiene de objetivo, como por ejemplo el valor de un vehiculo puede estimarse a
partir de variables predictoras como la antigiiedad, la marca o el kilometraje recorrido (Watt et

al., 2020).
Clasificacion

En principio, es similar a la de la regresion, con la diferencia clave de que, en lugar de

predecir un valor continuo, la clasificacion predice valores discretos o clases. (Watt et al., 2020)



Segun Geron (2019), las técnicas de aprendizaje supervisado de mayor importancia son:
Redes neuronales, K Vecinos mas cercanos, Regresion Logistica, Regresion lineal, SVM
(Maquinas de vectores de soporte), bosques aleatorios y Arboles de decision. Se debe tener en
cuenta que algunas técnicas de regresion pueden utilizarse también para la clasificacion, y

viceversa.

Figura 2 Aprendizaje supervisado
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En la Figura 2, se presenta el diagrama de flujo del aprendizaje supervisado, Este
proceso inicia con un conjunto de datos de entrenamiento (documentos o iméagenes) que ya ha
sido etiquetado y organizado previamente. Al ingresar nueva informacion (texto, imagen o
documento), el algoritmo adquiera experiencia al entrenar el modelo para clasificar las muestras
de entrada mediante la comparacion entre las predicciones generadas y las etiquetas reales
correspondientes a cada muestra. Finalmente, el modelo realiza ajustes en funcion de los errores

en la estimacion de los resultados para obtener la etiqueta esperada.

2.1.2.2.Aprendizaje no supervisado
Segun Contreras, Fuentes y Rodriguez (2020), es un método que aprende de ejemplos
simples sin una respuesta y su asociacion, en otras palabras, organizando informacion de grupos

de rasgos similares a datos iniciales, no siendo este un pronoéstico.

Por otro lado, Veliz (2020), menciona que contrariamente a las técnicas supervisados,
en este modelo no existen supervision de los resultados ni variable dependientes; estos modelos

tienen como objetivo encontrar patrones que describan las interacciones entre variables.



Figura 3 Aprendizaje sin supervision
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En la Figura 3, se presenta el diagrama de flujo del aprendizaje sin supervision, este
proceso comienza con un conjunto de textos de entrenamiento (documentos o imagenes), los
cuales no estan clasificados ni etiquetados. Luego, se ingresan los vectores de caracteristicas
similares entre si, y finalmente, proceder a realizar ajustes al modelo en funcion a las

observaciones para obtener los resultados esperados.

2.1.3. Técnicas de machine learning

Los métodos del aprendizaje automatico (como regresion, clasificacion, agrupamiento,
deteccion de anomalias, etc.) se utilizan para construir datos de entrenamiento o modelos
matematicos utilizando ciertos algoritmos basados en las estadisticas de los calculos para hacer
predicciones sin programacion, porque las técnicas son influyentes. Al hacer que el sistema sea
futurista, modela e impulsa la automatizacién de todo con mano de obra y costos reducidos.
(Pedamkar, 2022)

Para llevar a cabo esta investigacion se emplearon cinco técnicas de machine learning,
entre ellos: Maquinas de Vector de Soporte (SVM), Arboles de decision, Vecinos mas Cercanos
(KNN), Redes Neuronales y Redes Bayesianas. La seleccion de estas técnicas se basé en varios
criterios fundamentales. En primer lugar, se consideraron estudios previos que abordaron
problemas similares. Tras la revision exhaustiva de diferentes trabajos de investigacion (ver
detalle en el Anexo 4). En segundo lugar, se tomaron en cuenta las caracteristicas del conjunto

de datos. En tercer lugar, se consider6 la familiaridad con estas técnicas, lo que facilité un



analisis detallado y comprensible de los resultados. Se asegur6 que las técnicas elegidas fueran
manejables dentro del marco temporal y de recursos del trabajo de investigacion.
2.1.3.1.Arboles de decisién

Es una técnica que busca la creacion de un arbol inverso que permite separar los datos
en dos partes en base al valor de la diferencia mas significante de las variables de entrada.
Ademas, puede generar nodos adicionales, donde la cantidad de condiciones del arbol
dependera de las variables; hay varios criterios de seleccion de atributos que se pueden utilizar
para determinar los atributos que caracterizan los nodos internos del arbol de decision. Entre
los criterios mas comunes se encuentra la ganancia de informacion la cual se basa en el concepto
de entropia. Dada una coleccioén S de objetos, con ¢ clases (Radhwan, Abbas y Ali, 2017), la

entropia de S utiliza la formula que se presenta a continuacion:

Donde: Pi es la representacion de la proporcion de ejemplos en S, que pertenecen a la

clase 1.

Utilizando la entropia, la ganancia de informacion de un atributo A en un conjunto de

datos S se define como:

IS ¥

(,)=Entr@pyy val g

(Sy
Donde: Valores (A) denota el conjunto de posibles valores que puede asumir el atributo
A,y Sv representa el subconjunto de S que contiene las instancias en las cuales el atributo A

toma el valor v..

2.1.3.2.Redes neuronales

Son un modelo simple que se componen de una o mas capas de entrada y salida, que va
variando segun la problematica que tenga y solucionarlo, interconectadas en cada neurona.
(Durdevic, 2017). Asi mismo, Sanchez y Garcia (2017), indican que una red neuronal, es
aquella técnica basada en conjunto de neuronales simples (artificiales), que tiene la capacidad
de mostrar cada una de las probables interacciones entre variables de prediccion, imitando el
comportamiento de las neuronas del cerebro.

El uso de redes neuronales en machine learning, ayuda a la utilizacion de considerables

volimenes de informacion y relacion no lineal entre predictores, demostrandose en la
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ensefianza que es muy beneficioso para la clasificacion de resultados. (Lau, Suny Yang, 2019),
que utiliza la siguiente formula:

= + 111+ o ot +

Donde: Z es el simbolo para la denotacion de la representacion grafica anterior de ANN,
Wis, son los pesos o los coeficientes beta, Xis, son las variables independientes o las entradas,

y Sesgo o intercepcion = W.

2.1.3.3.Maquinas de Vector de Soporte (SVM)

Es una técnica usada en regresion, donde la linea recta es trazada con datos de la recta,
es decir los puntos cercanos al hiperplano, y las técnicas buscan disminuir el error del monto
real y el previsto, y se encuentran: nticleo lineal, funcion de base radial (RBF) y polinomio.
(Dabhade et al, 2021)

Asi mismo, es un modelo de machine learning para predecir, clasificar los algoritmos,
analizando datos de gran magnitud con caracteristicas de prediccion, este modelo es
considerado para margen maximo y labores de clasificacion de informacion de clases N-
dimensional hiperplano y gran distanciamiento con vectores de soporte (Sana et al, 2020). Se

representa de la siguiente manera:

SiY i=+1; wx_i+b>0 ()
SiY_i=-1; wx_i+b<0 (ii)
Para todos 1; Y_i (<w,x_i>+b)>0 (iii)

Donde: x representa un punto vectorial y w es el peso. Para que los datos sean
considerados validos, deben cumplir con los siguientes requisitos: (i) presentar valores mayores
que cero; (ii) incluir casos en los que los datos sean menores que cero; y (iii) garantizar que el

hiperplano de separacion respete las restricciones establecidas por el conjunto de ejemplos.

2.1.3.4.Redes Bayesianas
Segun Alloghani et al (2019), afirman que las redes bayesianas estan basadas en el
teorema de bayes, proporcionando una posibilidad con condiciones que suceda un
acontecimiento en un estudio, explicando como influye el resultado en el aprendizaje del
programa, y calculando con ecuaciones.
También, es definido como un método de clasificar con datos generales, donde los
rasgos son independientes y sin relacion, es asi como una particularidad especificamente de una

clase no es afectado por el estado de otro. (Sisodia, 2018)
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= ()

(_): ()

Donde: P (X/Y) representa la probabilidad condicional posterior, P(X) corresponde a la
probabilidad previa de la clase, P (Y) indica la probabilidad a priori de la clase, mientras que P

(Y/X) hace referencia a la probabilidad condicional del predictor.

2.1.3.5.Vecinos mas Cercanos (KNN)
Es un método de clasificacion supervisada, que se basa en aportar un hiper parametro
K, y de esta manera pronosticar la clase, como un grupo puede ser perteneciente a la
informacion solicitada en cuestion y cual estd més cerca a la mayoria, enfocandose en busqueda
de coeficiente de funcidén y optimizacion. (De la Hoz y Fontalvo, 2019), que hace uso de la

formula:

Por tanto, se establece que la distancia entre los puntos 'x' e 'y' equivale a la suma de las
diferencias en los valores de 'y' al ser restados, lo que permite obtener el valor de 'x' dentro de

la dimension correspondiente.

2.1.4. Métricas de Evaluacion de técnicas de Machine Learning
Sirven para evaluar el desempefio de las técnicas de machine Learning entre ellas

tenemos:

2.1.4.1.Matriz de confusion

Se destaca como una de las métricas mas accesibles y comprensibles empleadas para
evaluar la precision y exactitud de un modelo, cuya aplicacion se centra en problemas de
clasificacion que involucran dos o més categorias de salida, cabe resaltar que esta matriz abarca
2 aspectos clave: “actual” y “prediccion” , asi como conjuntos de clases en ambas dimensiones,
por lo que en términos sencillos, las filas corresponden a las clases reales u observadas, mientras
que las columnas indican las clases predichas por el modelo (Raschka & Mirjalili, 2017), la

cual es representado como se muestra a continuacion:
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Figura 4 Matriz de confusion

Predicted class
P N
True False
P | positives negatives
(TP) (FN)
Actual
class
False True
N | positives negatives
(FP) (TN)

Fuente: (Geron, 2019)

En la Figura 4 Se presenta en la matriz de confusion, donde True Positives, son las
referentes a las predicciones positivas que realmente son positivos para la clase; True Negatives,
son las predicciones negativas que concuerdan correctamente con la realidad de la clase False
Positives, son las predicciones positivas que resultan ser incorrectas respecto a la clase; y False

Negatives, son predicciones negativas que resultan ser incorrecta con respecto a la clase.

2.1.4.2.Exactitud (Accuracy)

(Esposito & Esposito, 2020) Indican cuan frecuentemente el modelo predictivo lo
realiza de manera adecuada, incluyendo las positivas y las negativas. Se calcula mediante la

siguiente formula:

- L (TRTY
Xa eI B S R ENn T Y

2.1.4.3.Precision (precision)

Segun Nieto et al (2018), la precision se refiere a la relacion de instancias positivas que

han sido predichos adecuadamente al total de casos positivos predichos. Se define como:

TP
Pr eCi:STi_Pré_E_P

Una baja precision indica la presencia de un gran nimero de falsos positivos.
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2.1.4.4.Sensibilidad (Recall or sensitivity)

Segun Nieto et al., (2018), La sensibilidad es calculado como la relacion del numero de
instancias que fueron predichas de manera correcta sobre el nimero total de positivos. Se

calcula de la siguiente manera:

TP
Sensibﬂ*ﬁﬁmd

2.1.4.5.Especificidad (Specificity)

Para Musso, Rodriguez y Cascallar (2020), La especificidad es definida como la
relacion de no objetivos adecuadamente establecidos, de cada uno de no objetivo auténticos en

agrupaciones. Se calcula mediante la siguiente formula:

TN
Especit%ﬁhﬁﬁd

2.1.4.6.Puntuacion F1 (F1-Score)

Geron (2019), menciona que la Puntuacién F1 se mide a partir de los valores de
sensibilidad y precision (Valor doble de la precision multiplicado por la sensibilidad dividido
por el valor de la suma de sensibilidad y precision); unifica la sensibilidad y precision en una
sola métrica y se calcula de la siguiente manera:

2 (Preci Seomsi hilidad

P :-CI . H i I i
unt u & & Preci+tSiemsi bil i dad

2.1.4.7. Curva ROC

Se trata de una representacion de forma grafica que ilustra la relacion entre la tasa de
verdaderos positivos (TPR) como la tasa de falsos positivos (FPR). Estd determinada por los
valores de especificidad y sensibilidad en cada posible punto de corte utilizado para evaluar los
resultados del estudio. En una curva ROC, el eje x normalmente indica la tasa de falsos positivos
(mostrado como FPR) y el eje y muestra la tasa de verdaderos positivos (TPR). Asi, un valor
mas alto en el eje x (hacia la derecha) indica una tasa de falsos positivos mas alta, mientras que
un valor mds alto en el eje y (hacia arriba) indica una tasa de verdaderos positivos mas alta.
También encontraremos el AUC (area bajo la curva) cuyos valores oscilan entre 1 (prueba

perfecta) y 0,5 (prueba inttil). (Del Valle, 2017)
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Figura 5 Curva ROC

Sensibilidad

D - T T T T 1

1-E§peciﬁ c?dead 08 !

Fuente: (Geron, 2019)

Como se presenta en la Figura 5 con respecto a la Curva ROC, donde se calcula el TPR
y el FPR para distintos valores de retencion, donde el FPR corresponde a la proporcion de
instancias negativas que han sido clasificadas erroneamente como positivas. Esta métrica
equivale a uno menos la tasa de verdaderos negativos, la cual sefiala la proporcion de casos
negativos identificados de forma correcta como tales, asi como la TNR también denominada
especificidad. Por lo que, la curva ROC representa la sensibilidad frente a 1 - especificidad. Un
modelo ideal presentaria una curva que atraviesa el punto (0, 1), lo cual indica un TPR de 1

(100% de verdaderos positivos) y un FPR de 0 (0% de falsos positivos).

2.1.5. Metodologias de Machine Learning
KDD, SEMMA y CRISP son metodologias enfocadas en procesos de mineria de datos,
cada una con sus propias fortalezas y limitaciones en relacion con su aplicacion en el entorno
actual, siendo cada una desarrolladas para abordar distintos tanto tipos de procesos como de

soluciones de una estrategia o un problema (Nitola, 2023), tal como se muestra en la Tabla 2.

Tabla 2. Comparacion de las Metodologias KDD, CRISP y SEMMA

KDD CRISP SEMMA
Enfoque Enfocado en la Dirigido al cumplimiento  Centrado en el desarrollo
deteccion de de metas y necesidades estructurado del proceso
patrones Optimos del negocio de data mining
para una tarea
especifica
Uso Productos Metodologia de acceso Asociado a herramientas
orientados a la libre y sin restricciones de y soluciones de SAS
identificacion de uso

patrones en los
datos
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Metodologia Metodologia de Metodologia de gestion Metodologia aun no
patrones de proyectos definida
arquitectonicos
orientado a datos
Complejidad ~ Mas complejo de Es el mas sencillo de Es sencilla y bastante
implementar que comprender e dinamica, con fases mas
los otros dos, ya implementar, cuenta con alineadas al desarrollo
que implica el una curva con alta agil
desarrollo de un capacidad de adaptacion,
nimero lo que permite que sea
significativo de accesible para
fases. desarrolladores con
distintos niveles de
experiencia y entornos de
desarrollo
# de fases de 9 6 6
desarrollo
Siglas Knowledge Cross-industry Standard Sample, Explore,
Discovery in Process (Proceso estandar Modity, Model and
Databases

(Descubrimiento en

en mineria de datos)
bases de datos)

Access (Muestreo,

analisis y modelado)

Relevancia
actual

Baja Alta

Media

Fuente: Informacion extraida del trabajo de Nitola (2023)

2.1.5.1.Metodologia KDD

El proceso KDD o Knowledge Discovery in Databases, es aquella que usa base de datos

junto con cada eleccion, con muestreos y evoluciones, aplicando mineria de datos para detallar

esquemas y examinar sus resultados, (Flores et al,2019)

Segtn Moreira y Ruete (2020), es definido como un procedimiento de saberes de data,

en donde tiene que ver con mineria de datos y la implementacion de algoritmos.

Para la presente investigacion se utilizara la metodologia KDD (Ver Figura 6).

Figura 6 Etapas del proceso KDD
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Interpretacion
Mineria de Datul/
|
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-
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Datos | .D;J tos preprocesados i
i Datos | \ I

Fuente: (Geron, 2019)

Conocimiento

A continuacion, se procede a presentar una breve descripcion de cada una de las fases

que comprende la metodologia KDD: (Moreira y Ruete (2020)

Fase I- Datos: Se trabaja en comprender el dominio de aplicacion, tomando en cuenta
las reglas, limitantes y todas las consideraciones necesarias para comprender el contexto y

lograr una definicion precisa de los objetivos del proyecto. (Moreira y Ruete (2020)

Fase II- Seleccion: En esta etapa, se lleva a cabo la eleccion de los conjuntos de datos
que se analizaran, enfocdndose en aquellos que son relevantes segin la definicion de los

objetivos del proyecto. (Moreira y Ruete (2020)

Fase III- Pre-procesamiento: Se lleva a cabo la limpieza y pre-procesamiento de los
datos, el cual se excluyen datos atipicos que puedan distorsionar los resultados, y se establecen

estrategias para tratar datos faltantes. (Moreira y Ruete (2020)

Fase IV- Transformacion: Se realiza la transformacion de los datos, que puede incluir
procesos como la discretizacion, donde se convierten valores numéricos en categoricos para
lograr mejorar la precision de las técnicas de aprendizaje automatico, asimismo se realiza la

reduccion de datos con la meta de mejorar la calidad y especificidad de la informacion. (Moreira

y Ruete (2020)

Fase V- Mineria de datos: Aca, se hace la aplicacion de data mining para identificar
patrones o relaciones en el proceso, basdndose en la hipdtesis que se pretende probar. (Moreira

y Ruete (2020)
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Fase VI- Interpretacion: Dentro de esta etapa, se interpreta la informacion extraida y se
evaluan los patrones identificados, verificando el rendimiento obtenido en relacion con los

objetivos establecidos. (Moreira y Ruete (2020)

Fase VII: Conocimiento: En esta Glltima fase, se llevan a cabo acciones que implican la

aplicacion del conocimiento adquirido en las etapas anteriores. (Moreira y Ruete (2020)

2.1.6. Rendimiento Académico
Segun Garcia, Pino y Mufioz (2019), es considerado como la evaluacion del estudiante
y es el principal criterio para hacer la determinacion del éxito o el fracaso del alumno, es decir
es una de las partes imprescindibles al momento de contrastar los logros alcanzados durante el

desarrollo del proceso educativo.

No obstante, un factor significativo para lograr un buen rendimiento es el
comportamiento de la data de la funcion del internet para pronosticar y lograr un buen

rendimiento. (Xing et al,2019).

2.1.7. Prediccion
Es una proposicion de lo que sucedera en el futuro, es decir resulta de un procedimiento

fundado, relacionandolo con el valor, una respuesta a una interrogante de sucesos en anos.

(Guillan, 2016)

Segtin Villareal (2016), es una valoracion que puede ser cualitativa como cuantitativa

de uno o mas factores establecidos en el futuro, tomando en cuenta datos de la actualidad.

2.1.8. Prediccion del rendimiento académico
Para predecir la data de los estudiantes, estos se deben convertir de texto a numeros para
implementacion de perspectivas del machine learning, utilizando técnicas para procesar datos
de grado de importancia y calidad, de acuerdo con normas y funciones. (Negi y Jaiswal, 2016),
por otra parte, se toma en cuenta factores demograficos, (Fernandes et al., 2019; Nithya et al.,
2016), asi como el promedio acumulado de materias y examenes internas (cuestionarios y

trabajos en clase) y socioecondmico. (Burgos et al., 2019).

De la misma forma, para lograr predecir el rendimiento académico, es importante saber
cuales son las variables indispensables para ayudar a predecir eficazmente. (Adelantado et al,

2018; Cao et al., 2018; Feng et al, 2019; Zhang et al., 2018)

2.1.9. Python
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Python es definido como un leguaje de codificacion de nivel alto, de ordenacion facil,
con caracteristicas que lo convierten en concreto en procedimientos de ensefar y aprender para

programar (Shukla y Parmar, 2016).

Es un lenguaje moderno de programaciéon de interpretacion, de nivel superior, para
muchas plataformas y de tipo dinamico con varios paradigmas, con escritura y programacion

de codigo. (Bahit, 2018; Sanchez et al. 2018)

Ademas, uno de los beneficios de este lenguaje de programacion radica en que funciona
en todo dispositivo, de forma facil y distinguida que otros tipos de softwares (Prokopyev et al.,
2020).

2.1.10. Anaconda

Es una distribucion libre de Python creada para el manejo de grandes volimenes de

data, analisis predictivo y computacién cientifica (Miiller & Guido, 2017).
2.1.11. Jupyter Notebook

Se trata de una plataforma web de codigo abierto que permite la creacion y portabilidad
de documentos que tienen integrados coddigo, formulas matemadticas e imagenes. Ofrece
funcionalidades como la transformacion y visualizacion de datos, modelado de aprendizaje,

simulaciones numéricas, analisis estadistico, entre otras capacidades (Ionos, 2019).

2.1.12. Spyder
Se trata de un entorno integrado para el desarrollo de software (IDE) gratuito que viene
con anaconda que incluye edicion, pruebas y depuracion en una tnica GUI, utilizado como un
editor de Python. Spyder también soporta interesencia mediante introspeccion o reflexion.

(Naik & Oza, 2019)

2.1.13. Escala de medicion Razon
En este tipo de escala de medicion, el valor 0 representa una ausencia completa de la
variable medida, donde los valores se pueden ser representadas utilizando nimeros enteros o
decimales positivos, lo que facilita la clasificacion y comparacion de las mediciones, asi como

la realizacion de operaciones aritméticas. (Oyola-Garcia, 2021)

2.2. Estado del Arte
En esta parte del documento, se presentard una revision de investigaciones previas en
distintos contextos geograficos: a nivel internacional, nacional y local, relacionadas con el uso
de técnicas de aprendizaje automatico en la prediccion del rendimiento académico de los

estudiantes. El enfoque principal es identificar investigaciones y hallazgos realizados por
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diversos autores, los cuales se recopilaran de base de datos de renombre como Web of science,
IEEE Xplore, Springer y Dialnet. También se incluirdn tesis relacionadas con esta area de

estudio, limitandolo a los ltimos 7 afios de publicaciones.

2.2.1. Internacionales

Buenafio, Gil y Lujan (2019), analizaron un caso sobre la aplicacion de machine
learning en el prondstico del desempeno de estudiantes universitarios de ingenieria informatica,
la finalidad del estudio fue predecir las puntuaciones de los estudiantes en base a ciertas
caracteristicas , la metodologia utilizada fue elegir a un conjunto de 1,600 alumnos con
caracteristicas similares, usar el algoritmo supervisado para después realizar el procedimiento
experimental, finalmente se tuvo como resultado que solo 4 alumnos son los que aprobaron las
materias hasta 6to ciclo(6%) lograron avanzar el 62% de los cursos del plan, usando la técnica
estructuras de datos, la tasa de alumnos desaprobados disminuy6 en el semestre 2016-1 del 35%
al 17% para 2018-1, mostrando lo efectivo que es el aprendizaje automatico, concluyendo que
se alcanz6 optimizar las calificaciones y el desempefnio académico de los alumnos, asimismo
bajar la tasa de absentismo al final del periodo, demostrando la efectividad del método.

Harvey y Kumar (2019), ejecutaron un modelo préactico para que los docentes
pronostiquen el rendimiento de los alumnos en machine learning, el objetivo fue la creacion de
un modelo de categorizacion para identificar con exactitud lo que afecta el rendimiento de los
alumnos, entre la metodologia se usd datos publicos de Massachusetts, escuelas del
departamento de la web se descartaron datos innecesarios, enfocandose mas en calificaciones
de pruebas, para saber la correlacion de variables, mostrandose diagramas, a la vez se utiliz6 3
modelos: la regresion lineal, arbol de decision y el Clasificador bayesiano ingenuo, teniendo
como resultado que este ultimo, mostré una exactitud de 71%, siendo la mas alta y efectiva
respecto a los puntajes de matematicas, como conclusion se llegdé a que el Clasificador
bayesiano ingenuo es muy importante para predecir otras formas de desempefio de los
estudiantes y mejorar su aprendizaje, como también evaluar las correlaciones de los datos .

Lau, Sun y Yang (2019), realizaron un articulo, en donde presentaron un enfoque que
combina el andlisis estadistico convencional con la modelizacion y prediccion del rendimiento
de los estudiantes mediante redes neuronales, cuya muestra fue de 1,000 estudiantes, asi como
el ANOVA,y el T-Test, la técnica utilizada fue la red neuronal artificial, el cual fue modelado
con 11 variables de entrada, dos capas de neuronas ocultas y una capa de salida, donde se
evaluaron las métricas de: error, exactitud, sensibilidad, especificidad, precision y AUC. Cuyos

resultados muestran que el algoritmo logréo los siguientes valores: Exactitud=84.8%,
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Error=15.2%, Sensibilidad= 94.8%, Especificidad= 54.6%, Precision= 86.3% y AUC=86.00%,
por lo que se concluye que la configuracion de los modelos educativos a través de redes
neuronales sirve para realizar una buena evaluacion del rendimiento de los estudiantes.

Yousafzai, Hayat y Afzal (2020), aplicaron machine learning y mineria de datos en el
pronostico del rendimiento de escolares, donde tuvieron como objetivo hacer el analisis sobre
la calidad de la educacion y predecir las notas a partir de datos académicos, para ello se trabajo
con un grupo de escolares de arte se utilizo la técnica del machine learning supervisado, a la
vez los datos fueron recopilados de la Junta Federal de Educacion Intermedia y Secundaria
Islamabad Pakistan, y se pasé a procesar, utilizando el 4rbol de decision y modelo de regresion,
donde el sistema pronosticéd el grado y marcas (SSC-1, SSC-2, HSSC-1 y HSSC-2.), los
resultados muestran que el algoritmo genético basado en el clasificador arbol de decision
alcanzo el mejor valor de exactitud del 96.64%, siendo superior a los otros algoritmos, por lo
que se evidencia lo importante que es usar el machine learning para la prediccion del desempefio
de los estudiantes, ya que los estudiantes que tomaron un examen SSCI para el proximo afio
serd SSC2,lo que muestra un avance, concluyendo que es una buen instrumento para analizar y
predecir notas de las asignatura, para comparar con lo del afo anterior, siempre y cuando sea
alumnos del mismo grupo.

Singh y Pal (2020), desarrollaron un modelo hibrido que combina los algoritmos de
Bagging y Boosting con el objetivo de predecir el rendimiento estudiantil, para ello utilizaron
diversas técnicas de machine learning como: KNN, el Clasificador bayesiano ingenuo, Arbol
de decision y arboles extremadamente aleatorio, para lo cual se hizo uso de un conjunto de
datos de 1000 instancias y 22 atributos. donde los resultados reportaron una exactitud de
86,83%, Sensibilidad de 81,55% y Puntuacion F1 de 72,78% utilizando el Clasificador
bayesiano ingenuo, sin embargo, Agregacion de arranque alcanzo el mejor valor de exactitud
=91.76%. En consecuencia, se determina que la aplicacion de técnicas de machine learning
contribuye a mejorar la calidad de la educacién superior, permitiendo ademas identificar a los
estudiantes con bajo desempefio y prestarles mayor atencion para mejorar su rendimiento.

Katarya et al (2021), llevaron a cabo un andlisis sobre el uso de machine learning
enfocado en la prediccion del desempefio académico del educando, la finalidad fue conocer
cual técnica es la mas conveniente y que caracteristicas se toman en cuenta para predecir el
rendimiento académico, entre la metodologia usada fue hacer una encuesta sobre las técnicas
usadas en bastantes trabajos, para predecir las calificaciones se usd Analisis de Gartner con el
Modelo de ascendencia, con datos puntuados por estudiantes en un curso STEM, y 8§ algoritmos,

entre ellos la regresion lineal y el Clasificador bayesiano ingenuo, soporte de vectores,
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clasificador hibrido. Teniendo como resultado que el que pronosticé mejor fue el de regresion
lineal, se pudo concluir que ese método es usado bastante en areas educativas y datos exactos
y de manera general, siendo favorable para las investigaciones y tiene efectos directos para
estudiantes en dificultades que tuvieran con la finalidad de mejorar y lograr su crecimiento, de
manera mas eficiente.

Khan et al (2021), efectuaron una investigacion centrada en la prediccion del
rendimiento estudiantil mediante el uso de técnicas de machine learning destacando sus posibles
beneficios, el proposito del estudio fue examinar el comportamiento de los estudiantes e
identificar las caracteristicas de preferencias de las personas que lo utilizan con el fin de predecir
el rendimiento estudiantil en diferentes ambientes pedagoégicos. Entre la metodologia
presentada en el estudio fue proponer una variedad de conceptos para catalogarlos como
latentes o dinamicos, para esto se aplicd una red neuronal artificial con un alumno que fue
supervisado con una serie de datos y comparando el rendimiento de los estudiantes para un
curso basado en el Selector de funciones de correlacion (CFS), siendo este el que mide la
correlacion de Pearson con cada caracteristicas con valores bajos, teniendo como resultados
que con el modelo se consigue una exactitud del 52%, eliminando las caracteristicas latentes y
mayor rendimiento, obteniendo un valor bajo, concluyendo que los algoritmos del machine
learning son importantes para asegurar un mayor aprendizaje a través de técnicas, siendo la
dinamica buena y necesaria la aplicacion de la red neuronal artificial, usando atributos con
mayor correlacion.

Yagc1 (2022), plante6 en su investigacion un modelo apoyado en algoritmos de
aprendizaje automatico, con el propdsito de hacer predicciones sobre las calificaciones de los
examenes finales de los universitarios, utilizando como fuente de datos 1854 estudiantes
matriculados en la asignatura de Lengua Turca-I de una universidad estatal de Turquia en el
semestre 2019-2020 y el uso de 6 técnicas de machine learning: Bosque aleatorio, Redes
neuronales, Maquina de Vectores, Regresion Logistica, el Clasificador bayesiano ingenuo y
KNN, obteniendo como resultados que este ultimo obtuvo las mejores puntuaciones de las
métricas: Exactitud y Sensibilidad alcanzados del 69,90%, precision del 69,10% y F1-Score del
69,4%, lo que significa que las técnicas de machine learning Bosque aleatorio, Redes
neuronales y Maquina de vectores tuvieron mejores resultados, siendo estos eficientes para
predecir el rendimiento académico.

2.2.2. Nacionales
Menacho (2017), su objetivo fue aplicar las técnicas de mineria de datos (TMD) para la

prediccion de las notas finales de los alumnos inscritos en una materia de estadistica, cuya
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informacion es correspondiente a los historiales académicos localizados en la Oficina de
Estudios de la UNALM, para lo cual se tom6 en cuenta una muestra de 914 alumnos inscritos
en el periodo 2013 I1 'y 2014 I en la materia denominada Estadistica. En esta investigacion, las
técnicas de mineria de datos fueron las redes neuronales, arboles de decision, redes bayesianas
y regresion logistica, cabe resaltar que para evaluar las TMD, en el estudio se propone el uso
de una matriz de confusion, coeficiente Kappa y curva ROC. Los resultados lograron
determinar que la red del Clasificador bayesiano ingenuo arroj6 una mayor precision,
obteniendo el 71,0% de correcta clasificacion y una Curva ROC de 62,0%; el cual muestra un
grado de satisfaccion aceptable en las técnicas, esto al ser mayor a 0.5. Concluyendo que las
TMD han demostrado ser métodos eficaces para generar modelos que sirven como predictivos
del rendimiento de los estudiantes que se encuentran inscritos en Estadistica General.

Yamao (2018), centrd su investigacion en la prediccion del rendimiento académico de
los estudiantes que se matricularon en Ingenieria de Computacion y Sistemas en la Universidad
San Martin de Porres durante el primer ciclo haciendo uso de técnicas de data mining, el cual
se recopilaron informacion de 1,304 nuevos estudiantes, los cuales se clasificaron en tres
categorias: factores académicos, sociales y econdmicos. Asimismo, se llevaron a cabo
predicciones mediante tres métodos: Maquina de vector de soporte, regresion lineal y arbol de
decision. El resultado mas destacado fue arbol de decision, con una precision=_82.87%. Entre
los diversos factores en cuanto al rendimiento académico fueron: Edad, puntuacion en el
examen de admision, la distancia entre su lugar de residencia y la institucion educativa y género.
A través de las técnicas de mineria de datos, se logro pronosticar el rendimiento académico de
nuevos ingresantes y los que pudieran tener dificultades entre su estancia universitaria.

Orihuela (2019), realizdé un trabajo de investigaciéon que tuvo como objetivo la
prediccion del rendimiento académico de los alumnos de la Universidad Nacional del Centro
del Peru, dentro de la escuela de Ingenieria de Sistemas, mediante la aplicacion de Ciencia de
datos; el tipo y nivel de investigacion utilizada es tecnologica - explicativa causal, de disefio
pre-experimental, la poblacion se conformé de estudiantes en curso de Ingenieria de Sistemas
del periodo académico 2016-1 al 2019-I, para la recoleccion de informacion se hizo uso del
cuestionario el mismo que se aplico a los alumnos de 6to semestre de dicha escuela profesional,
ademas que para modelar los datos se utilizo dos técnicas de machine learning: Bosque aleatorio
y Regresion logistica; los resultados de la investigacion arrojan que el modelo Bosque aleatorio
alcanzo los mejores valores (Test) de los indicadores, siendo estos: Curva ROC=82.00%,
Precision= 76.00%, Sensibilidad=76.00% y Puntuacion F1=76%. Por lo que se concluye que

se logré el pronostico del nivel académico de los alumnos de Ingenieria de Sistemas.
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Candia (2019), orient6 su investigacion a la prediccion del rendimiento académico de
los alumnos de la Universidad Nacional de San Antonio Abad del Cusco (UNSAAC), se
enmarcO como no experimental, cuantitativa y correlacional, cuya poblacion en estudio estuvo
conformada por los alumnos que ingresaron a la UNSAAC, durante el periodo 2014-1 y 2018-
I con una muestra de 12698 alumnos ingresantes, utilizé la metodologia CRISP-DM, también
hizo uso de los cinco técnicas que fueron: J48, Bosque aleatorio, Perceptron multicapa, KNN,
y Funcion de Regresion Logistica, a través de su analisis se permitieron determinar que Random
Forest tuvo el mejor valor de precision= 69.35%, asi como Regresion Logistica=68.33%;
Concluyendo que es posible la prediccion del rendimiento académico mediante la informacion
de admision a la UNSAAC, logrando una efectividad del 69% haciendo uso de técnicas de
machine learning.

Espinoza & Leon (2020), los autores en su investigacion tuvieron como finalidad el
mejoramiento del procedimiento de clasificacion de los alumnos del centro de idiomas haciendo
uso machine learning; su investigacion corresponde al tipo aplicada y se desarrollé bajo un
disefio pre-experimental; la poblacion se constituyo por los estudiantes de idiomas matriculados
en el afio 2018; cuyos instrumentos utilizados en la investigacion fueron un cuestionario y
entrevista, asimismo se hizo uso de la metodologia CRISP. Utiliz6 la técnica de regresion
logistica. Los resultados determinaron que se logré reducir el Tiempo Promedio de clasificacion
de los alumnos en base a su rendimiento académico en un 74.60%; como también se vio
reflejada el aumento de la Exactitud =82.08%, finalmente se visualizd incrementos con
referente al grado de satisfaccion del personal= 71.35%, asimismo del alumno= 30%, haciendo
uso de la técnica predictiva. El estudio concluye que el modelo de Machine Learning ayudo a
cumplir los objetivos del estudio.

Garcia (2021), en su estudio tuvo como objetivo fue la determinacion de que porcentaje
las técnicas de machine learning ayudan en la prediccion de rendimiento académico. Dentro de
la metodologia usada, se compararon 3 técnicas que fueron los siguientes: KNN, Arbol de
decision y Maquina de Vectores, asimismo se tomd en cuenta una muestra de 87 estudiantes, a
la vez que la investigacion fue experimental, aplicada y pre-experimental. Los resultados
muestran que la técnica Maquina de Vectores (SVM) alcanz6 los mejores valores de las
métricas estudiadas (precision, especificidad y sensibilidad), siendo esta de 100.00%. El autor
llega a concluir que las técnicas de Machine Learning son eficientes para la prediccion del
desempeio académico del nivel superior, por ende, la técnica que logrd los valores dptimos fue

SVM.
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Aronés (2021), en su trabajo de investigacion, cuyo objetivo fue disefiar un enfoque de
machine learning para realizar la prediccion del desempefio académico de alumnos de
ingenieria, asimismo el estudio fue descriptivo, transversal, retrospectivo y observacional, en
la cual la poblacion y la muestra estuvieron integradas por el historial de los estudiantes de
ingenieria dentro de los afios 2016 y 2019. Por otro lado, se hizo uso de los siguientes
instrumentos: ficha de registro y ficha bibliografica y 5 técnicas de machine learning (Regresion
logistica, SVM, Random Forest, KNN y Arbol de decision). Como resultados se pudo observar
que SVM obtuvo los mejores valores de las métricas estudiadas, siendo estas: Sensibilidad=
99.80%, Especificidad=99.80%, Curva ROC=74.30% y Validacion cruzada=62.00%. Por
ultimo, se concluye que las técnicas de machine learning es 1til, ya que aporta datos valiosos
acerca del numero de estudiantes que aprobaron que el algoritmo predice para la toma de
decisiones mas certeras de manera temprana, y de esta manera obtener estrategias eficaces.

2.2.3. Locales

A nivel local, no se encontraron estudios de investigacion.
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III. MATERIALES Y METODOS

3.1. Lugar de Ejecucion
El desarrollo del estudio tuvo lugar en la Universidad Nacional Agraria de la Selva,
localizada en la ciudad de Tingo Maria, departamento de Hu4dnuco cuyas coordenadas UTM
son 9° 17'08 de latitud Sur, 8969880 390552 18L, 75° 59'52 de longitud Oeste y 660 msnm y
24 °C.

3.2. Materiales y métodos
3.2.1. Metodologia
3.2.1.1.Tipo de la Investigacion
Es de tipo aplicada, ya que el estudio se enfoco a los problemas de educacion, en este
caso a problemas de rendimiento académico en los alumnos universitarios de la UNAS, a través
de ello se aplico el machine learning para identificar a los alumnos que tienen bajo, medio o

alto rendimiento académico (Lozada, 2014).

3.2.1.2.Enfoque de Investigacion
El enfoque fue cuantitativo, porque siguioé un proceso secuencial y asimismo se tomo
datos numéricos y se usd el método estadistico para obtener evidencias que permitieron
demostrar las hipotesis planteadas en relacion con Machine learning para la prediccion del
rendimiento académico. Por ende, (Hernandez & Mendoza, 2018) y Barrantes (2014), indican
que este enfoque utiliza la recepcion de informacion con el proposito de coincidir la hipotesis
asumiendo el empleo de los nimeros y la disciplina estadistica que apruebe fijar aspectos de

actitud.

3.2.1.3.Alcance de la Investigacion

Es descriptivo, ya que estos tienen el objetivo de reconocer rasgos y cualidades de
los individuos o colectivos sujeto al analisis. En otras palabras, buscan unicamente recabar
datos acerca de las variables a las que hacen referencia, ya sea de manera independiente o

en conjunto.

Es util para describir con precision la perspectiva o direccion de un fenomeno, evento,

comunidad, entorno o situacion. (Hernandez & Mendoza, 2018).

3.2.1.4.Diseiio de la Investigacion
El diseno empleado corresponde a un enfoque experimental de tipo pre-experimental

(ver Figura 7), ya que se trata de un estudio con un solo grupo y un nivel minimo de control
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sobre las variables. Este tipo de disefio suele ser util como aproximacion inicial con la situacion
problematica en su contexto real (Herndndez, Fernandez y Baptista, 2014). Por su parte,
(Herndndez & Mendoza, 2018) senalan que el tipo pre-experimental, se basa en la
administracion de una incitacion o tratamiento de un grupo, para posteriormente aplicarse una
comprobacion de una o mas variables, con la finalidad de observar el nivel del grupo.

El esquema correspondiente se presenta a continuacion:

Figura 7 Diseiio preexperimental con un unico grupo

G X M

G representa el grupo de estudio
X corresponde al tratamiento o variable

independiente
M indica la medicion realizada sobre la variable
dependiente

Fuente: (Hernandez & Mendoza, 2018)

Donde:
G: Datos de los alumnos de la UNAS
X: Técnicas de Machine Learning

M: Medicion de las Métricas de precision

3.2.1.5.Poblacion y muestra

Vara (2012), define a la poblaciéon como al universo, este puede estar constituido por
individuos, cosas, especies, registros u otros, asimismo, comparten caracteristicas similares en
un mismo espacio, y son cambiantes en el tiempo.

En ese sentido, la investigacion estuvo conformada por los promedios ponderados de
4584 estudiantes inscritos en el ciclo académico 2021-II de la Universidad Nacional Agraria de
la Selva.

Por otra parte, la muestra consiste en una fraccion de la poblacion total, con la cual se
desarrollard el estudio. En este apartado, la muestra fue igual que la poblacion, debido a que es
un valor minimo para poder trabajar con las técnicas de machine learning.

Con respecto al muestreo empleado, este fue no probabilistico y por conveniencia,
porque se eligid los elementos por las causas relaciones, y no dependi6é de la probabilidad.
Como los determinados criterios de seleccion establecidos (Hernandez & Mendoza, 2018).

Asimismo, fue de tipo por conveniencia, ya que, al momento de la seleccion de las unidades,
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estos tuvieron que responder a criterios subjetivos, que estén de acorde a los objetivos de la

investigacion (Cea, 1988).

3.2.1.6.Técnicas e instrumentos de recoleccion de datos

Técnicas:

Para recolectar los datos, se utilizo la técnica de Documentos y registros empleando asi
informacion histérica de los promedios ponderados de 4584 estudiantes matriculados en el
periodo académico 2021-II que han sido extraidas de las bases de datos pertenecientes a la
UNAS, referente al rendimiento académico. Para la obtencion de estos datos, fue necesario
solicitar informacion a la Oficina de Asuntos Académicos. En consecuencia, se presentd una
solicitud formal (Ver Anexo 7).

Instrumentos de recoleccion de datos

Ficha de registro, este instrumento permiti6 recopilar los datos de los estudiantes. Esta
informacion fue fundamental para la construccion del modelo predictivo. El instrumento
utilizado es mostrado en el Anexo 6.

Herramientas:

Distribucion Anaconda, IDE de desarrollo Jupyter, lenguaje de programacion Python y
Spyder, para trabajar estadisticamente la informacion en cual este permitio procesar y obtener
los datos.

3.2.1.7.Variables de la investigacion
Definicion de Variables
V Técnicas de Machine Learning
Definicion conceptual:

Se basan en algoritmos que aprenden a partir de un conjunto de ejemplos especificando
para una entrada dada cual debe ser la salida, de modo que cuando se les da una entrada nueva
entradas, produciran la salida correcta.

V Prediccion del Rendimiento académico
Definicion conceptual:

Sirve para anticipar el rendimiento académico de los estudiantes utilizando métricas de
evaluacion de prediccion, permitiendo asi identificar a estudiantes que tienen un bajo
rendimiento académico.

Dimensiones:
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Como dimensiones se consideran las métricas de evaluacion de las técnicas de machine

Learning.
Indicadores:
Precision, Exactitud, sensibilidad, especificidad, y puntuacion F1 y Curva ROC
Escala de medicion:
Razén, comprendido entre 0 y 1.

3.2.1.8.0peracionalizacion de Variables
La matriz correspondiente a la operacionalizacion de las variables se presenta en el

Anexo 2.
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IV. RESULTADOS Y DISCUSION

Se muestran los resultados alcanzados en el estudio basados en los indicadores de
exactitud, precision, sensibilidad, especificidad, F1-Score y Curva ROC. Estos resultados han
sido comparados entre las 5 técnicas de machine learning seleccionadas para esta investigacion:
Arboles de decision, Méaquinas de Vector de Soporte, Redes Bayesianas, Redes Neuronales y
Vecinos mas Cercanos, siendo el objetivo identificar cudl de ellas tiene el valor 6ptimo,
tomando como referencia la escala de calificacion detallada en la Tabla 1. Finalmente, se realiza
la demostracion de las hipotesis que han sido planteadas. Cabe resaltar que todos los datos han
sido procesados utilizando el lenguaje de programacioén Python; cuyo desarrollo se encuentra

en el Anexo 3.

Seguidamente, se exponen los resultados referentes a la matriz de confusion de cada

técnica de machine learning mediante el uso de las herramientas de Python:

Arbol de decision

Figura 8 Matriz de confusion del arbol de decision (Train)

1000

Decision tree Confusion matrix (Train)

Bueno

Malo

True Class

400

200

Regular Muy Bueno

Bueno Malo Muy Bueno Regular
Predicted Class

Fuente: Elaboracién propia

Tabla 3. Matriz de confusion generada por el arbol de decision (Train)

ngfll)l\éﬁllggo Bueno Malo Muy bueno  Regular Total
Bueno 1030 0 10 33 1073
Malo 0 1020 0 37 1057

Muy bueno 0 0 1045 0 1045

Regular 21 31 0 997 1049
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SUBTOTAL 1051 1051 1055 1067 4224
TOTAL 4224
Fuente: Elaboracion propia

Seglin lo representado en la figura 8 y en la Tabla 3, de un total de 4,224 casos, se
identificaron 1,030 casos correctamente y 43 incorrectamente en relacion con el rendimiento
bueno. De manera similar, en relacién con el rendimiento malo, se predijeron correctamente
1,020 casos y 37 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se
predijeron de forma correcta 1,045 casos y 0 incorrectamente, mientras que, para el rendimiento

regular, se identificaron 997 casos de forma correcta y 52 incorrectas.

Tabla 4. Matriz de observacion del arbol de decision (Train)

Clase Medidas
TP TN FP FN
Bueno 1030 3130 21 43
Malo 1020 3136 31 37
Muy bueno 1045 3169 10 0
Regular 997 3105 70 52
TOTALES 4092 12540 132 132

Fuente: Elaboracion propia

Figura 9 Matriz de confusion del arbol de decision (Test)

Decision tree Confusion matrix (Test)
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Fuente: Elaboracién propia

Tabla 5. Matriz de confusion del arbol de decision (Test)

RENDIMIENTO Total

ACADEMICO Bueno Malo Muy bueno  Regular
Bueno 235 0 1 11 247
Malo 0 254 0 9 263

Muy bueno 0 0 275 0 275
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Regular 8 7 0 256 271
SUBTOTAL 243 261 276 276 1056
TOTAL 1056

Fuente: Elaboracion propia

De acuerdo con lo representado en la Figura 9 y Tabla 5, de un total de 1,056 casos, se
identificaron 235 casos correctamente y 12 incorrectamente en relacion con el rendimiento
bueno. De manera similar, en relacién con el rendimiento malo, se predijeron correctamente
254 casos y 9 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron
de forma correcta 275 casos y 0 incorrectamente, mientras que, para el rendimiento regular, se

identificaron 256 casos correctos y 15 incorrectos.

Tabla 6. Matriz de observacion del arbol de decision (Test)

Clase Medidas
TP TN FP FN
Bueno 235 801 8 12
Malo 254 786 7 9
Muy bueno 275 780 1 0
Regular 256 765 20 15
TOTALES 1020 3132 36 36

Fuente: Elaboracion propia
Redes Neuronales

Figura 10 Matriz de confusion de Redes Neuronales (Train)

Neural Network Confusion matrix (Train) 1000

800

600

True Class

400

200

Predicted Class

Fuente: Elaboracion propia
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Tabla 7. Matriz de confusion de Redes Neuronales (Train)

ngf[l)l\éll\]ﬁggo Bueno Malo Muy bueno  Regular Total

Bueno 1010 0 35 28 1073

Malo 0 946 0 111 1057

Muy bueno 0 0 1045 0 1045

Regular 83 45 0 921 1049

SUBTOTAL 1093 991 1080 1060 4224
TOTAL 4224

Fuente: Elaboracion propia

Segun lo ilustrado en la Figura 10 y Tabla 7, de un total de 4,224 casos, se identificaron
1,010 casos correctamente y 63 incorrectamente en relacion con el rendimiento bueno. De
manera similar, en relacién con el rendimiento malo, se predijeron correctamente 946 casos y
111 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron de forma
correcta 1,045 casos y 0 incorrectamente, mientras que, para el rendimiento regular, se

identificaron 921 casos de valor correcto y 128 de valor incorrecto.

Tabla 8. Matriz de observacion de Redes Neuronales (Train)

Clase Medidas
TP TN FP FN
Bueno 1010 3068 83 63
Malo 946 3122 45 111
Muy bueno 1045 3144 35 0
Regular 921 3036 139 128
TOTALES 3922 12370 302 302

Fuente: Elaboracion propia
Figura 11 Matriz de confusion de Redes Neuronales (Test)
250

Neural Network Confusion matrix (Test)
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Predicted Class

Fuente: Elaboracion propia
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Tabla 9. Matriz de confusion de Redes Neuronales (Test)

ngfg\éﬁllggo Bueno Malo Muy bueno  Regular Total

Bueno 160 0 1 86 247

Malo 0 259 0 4 263

Muy bueno 21 0 254 0 275

Regular 1 42 0 228 271

SUBTOTAL 182 301 255 318 1056
TOTAL 1056

Fuente: Elaboracion propia

Conforme se detalla en la Figura 11 y Tabla 9, de un total de 1,056 casos, se
identificaron 160 casos correctamente y 87 incorrectamente en relacion con el rendimiento
bueno. De manera similar, en relacién con el rendimiento malo, se predijeron correctamente
259 casos y 4 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron
de forma correcta 254 casos y 21 incorrectamente, mientras que, para el rendimiento regular,

se identificaron 228 casos correctos e incorrectos en 43.

Tabla 10. Matriz de observacion — Redes Neuronales (Test)

Clase Medidas
TP TN FP FN
Bueno 160 787 22 87
Malo 259 751 42 4
Muy bueno 254 780 1 21
Regular 228 695 90 43
TOTALES 901 3013 155 155

Fuente: Elaboracion propia
Maquinas de Vector de Soporte (SVM)

Figura 12 Matriz de confusion de SVM (Train)
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Tabla 11. Matriz de confusion de SVM (Train)

ngféhéﬁll\égo Bueno Malo Muy bueno  Regular Total

Bueno 1035 0 26 12 1073

Malo 8 984 0 65 1057

Muy bueno 0 0 1045 0 1045

Regular 38 69 0 942 1049

SUBTOTAL 1081 1053 1071 1019 4224
TOTAL 4224

Fuente: Elaboracion propia

Segun se expone en la Figura 12 y Tabla 11, de un total de 4,224 casos, se identificaron
1,035 casos correctamente y 38 incorrectamente en relacion con el rendimiento bueno. De
manera similar, en relacion con el rendimiento malo, se predijeron correctamente 984 casos y
73 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron de forma
correcta 1,045 casos y 0 incorrectamente, mientras que, para el rendimiento regular, se

identificaron 942 casos correctamente y como incorrectas 107.

Tabla 12. Matriz de observacion de SVM (Train)

Clase Medidas
TP TN FP FN
Bueno 1035 3105 46 38
Malo 984 3098 69 73
Muy bueno 1045 3153 26 0
Regular 942 3098 77 107
TOTALES 4006 12454 218 218

Fuente: Elaboracion propia

Figura 13 Matriz de confusion de SVM (Test)
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ngféhéﬁll\égo Bueno Malo Muy bueno  Regular Total

Bueno 236 0 5 6 247

Malo 0 247 0 16 263

Muy bueno 0 0 275 0 275

Regular 11 14 0 246 271

SUBTOTAL 247 261 280 268 1056
TOTAL 1056

Fuente: Elaboracion propia

Segun lo evidenciado en la Figura 13 y Tabla 13, de un total de 1,056 casos, se

identificaron 236 casos correctamente y 11 incorrectamente en relacion con el rendimiento

bueno. De manera similar, en relacion con el rendimiento malo, se predijeron correctamente

247 casos y 16 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron

de forma correcta 275 casos y 0 incorrectamente, mientras que, para el rendimiento regular, se

identificaron 246 casos que fueron correctas y 25 de forma incorrecta.

Tabla 14. Matriz de observacion de SVM (Test)

Clase Medidas
TP TN FP FN
Bueno 236 798 11 11
Malo 247 779 14 16
Muy bueno 275 776 5 0
Regular 246 763 22 25
TOTALES 1004 3116 52 52

Fuente: Elaboracion propia

Redes Bayesianas

Figura 14 Matriz de confusion de Redes Bayesianas (Train)
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Tabla 15. Matriz de confusion de Redes Bayesianas (Train)

ngféhéﬁll\égo Bueno Malo Muy bueno  Regular Total

Bueno 943 3 83 44 1073

Malo 3 951 0 103 1057

Muy bueno 63 0 982 0 1045

Regular 197 83 0 769 1049

SUBTOTAL 1206 1037 1065 916 4224
TOTAL 4224

Fuente: Elaboracion propia

Asi como es mostrado en la Figura 14 y Tabla 15, de un total de 4,224 casos, se
identificaron 943 casos correctamente y 130 incorrectamente en relacién con el rendimiento
bueno. De manera similar, en relacion con el rendimiento malo, se predijeron correctamente
951 casos y 106 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron
de forma correcta 982 casos y 63 incorrectamente, mientras que, para el rendimiento regular,

se identificaron 769 casos correctamente frente a 280 que fueron incorrectos.

Tabla 16. Matriz de observacion de Redes Bayesianas (Train)

Clase Medidas
TP TN FP FN
Bueno 943 2888 263 130
Malo 951 3081 86 106
Muy bueno 982 3096 83 63
Regular 769 3028 147 280
TOTALES 3645 12093 579 579

Fuente: Elaboracion propia
Figura 15 Matriz de confusion de Redes Bayesianas (Test)
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Tabla 17. Matriz de confusion de Redes Bayesianas (Test)

ngféhéﬁll\égo Bueno Malo Muy bueno  Regular Total

Bueno 220 0 17 10 247

Malo 0 241 0 22 263

Muy bueno 12 0 263 0 275

Regular 40 18 0 213 271

SUBTOTAL 272 259 280 245 1056
TOTAL 1056

Fuente: Elaboracion propia

Conforme se detalla en la Figura 15 y Tabla 17, de un total de 1,056 casos, se
identificaron 220 casos correctamente y 27 incorrectamente en relacion con el rendimiento
bueno. De manera similar, en relacion con el rendimiento malo, se predijeron correctamente
241 casos y 22 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron
de forma correcta 263 casos y 12 incorrectamente, mientras que, para el rendimiento regular,

se identificaron 213 casos correctamente y 58 incorrectamente.

Tabla 18. Matriz de observacion de Redes Bayesianas (Test)

Clase Medidas
TP TN FP FN
Bueno 220 757 52 27
Malo 241 775 18 22
Muy bueno 263 764 17 12
Regular 213 753 32 58
TOTALES 937 3049 119 119

Fuente: Elaboracion propia
Vecinos mas Cercanos (KNN)

Figura 16 Matriz de confusion de KNN (Train)
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ngf[l)l\éﬁ%ggo Bueno Malo Muy bueno  Regular Total

Bueno 1073 0 0 0 1073

Malo 0 1057 0 0 1057

Muy bueno 0 0 1045 0 1045

Regular 0 0 0 1049 1049

SUBTOTAL 1073 1057 1045 1049 4224
TOTAL 4224

Fuente: Elaboracion propia

Tal como se llega a indicar en la Figura 16 y Tabla 19, de un total de 4,224 casos, se

identificaron 1,073 casos correctamente y 0 incorrectamente en relacion con el rendimiento

bueno. De manera similar, en relacién con el rendimiento malo, se predijeron correctamente

1,057 casos y 0 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron

de forma correcta 1,045 casos y 0 incorrectamente, mientras que, para el rendimiento regular,

se identificaron 1,049 casos de forma correcta y 0 de forma incorrecta.

Tabla 20. Matriz de observacion de KNN (Train)

Clase Medidas
TP TN FP FN
Bueno 1073 3151 0 0
Malo 1057 3167 0 0
Muy bueno 1045 3179 0 0
Regular 1049 3175 0 0
TOTALES 4224 12672 0 0

Fuente: Elaboracion propia

Figura 17 Matriz de confusion de KNN (Test)
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Tabla 21. Matriz de confusion de KNN (Test)

ngfg\éﬁllggo Bueno Malo Muy bueno  Regular Total

Bueno 239 0 2 6 247

Malo 0 253 0 10 263

Muy bueno 0 0 275 0 275

Regular 39 18 0 214 271

SUBTOTAL 278 271 277 230 1056
TOTAL 1056

Fuente: Elaboracion propia

De acuerdo con lo representado en la Figura 17 y Tabla 21, de un total de 1,056 casos,
se identificaron 239 casos correctamente y 8 incorrectamente en relacion con el rendimiento
bueno. De manera similar, en relacién con el rendimiento malo, se predijeron correctamente
253 casos y 10 incorrectamente. Asimismo, en cuanto al rendimiento muy bueno, se predijeron
de forma correcta 275 casos y 0 incorrectamente, mientras que, para el rendimiento regular, se

identificaron 214 casos de forma correcta y 57 de forma incorrecta.

Tabla 22. Matriz de observacion de KNN (Test)

Clase Medidas
TP TN FP FN
Bueno 239 770 39 8
Malo 253 775 18 10
Muy bueno 275 779 2 0
Regular 214 769 16 57
TOTALES 981 3093 75 75

Fuente: Elaboracion propia

Seguidamente, se presenta la demostracion de las hipotesis especificas formuladas en el
marco de la investigacion. Para realizar la contrastacion de hipdtesis, primero se realizéd el
experimento con las 5 técnicas propuestas las cuales se encuentran los arboles de decision, las
redes neuronales, los modelos SVM, las redes bayesianas y el método de los k vecinos mas
cercanos con 4224 datos del conjunto de entrenamiento que consta de: 1073 casos de la clase
Malo, 1057 casos para la clase regular, 1045 casos para la clase Bueno y 1049 casos para la
clase Muy Bueno, y para validar si el modelo es robusto y confiable se procedié hacer la
validacion de los datos con 1056 datos del conjunto de test donde: 247 son casos de la clase
Malo, 263 casos de la clase Regular, 275 casos de la clase Bueno y 271 casos de la clase Muy
Bueno, para luego obtener los valores de las métricas en 10 repeticiones que nos brinda el
software python en donde se presenta en la Tabla 23 los resultados de Exactitud, en la Tabla 26

los resultados de Precision, en la tabla 29 los resultados de sensibilidad, en la Tabla 32 los
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resultados de especificidad, en la Tabla 35 los resultados de F1-Score, y en la Tabla 38 los
resultados de la curva ROC.

Los resultados obtenidos son confiables e indican que redes neuronales mostrdé un
desempefio superior en comparacion con las demas técnicas, con una exactitud que supera el
95 por ciento, siendo esta mayor con respecto a las técnicas antes mencionadas. Finalmente, los
datos recopilados en las tablas mencionadas anteriormente se ingresaron en el software SPSS
stadistic y luego se aplic6 la prueba de normalidad en donde analizamos el resultado en base a
shapiro-wilk debido a que son 10 valores, que nos permitié determinar que la técnica estadistica
adecuada a usar es la Prueba de Kruskal-Wallis (no paramétrica).

HEI1: Existe diferencia estadistica significativa en la exactitud de las técnicas de Machine
Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.
La Tabla 23 presenta los resultados obtenidos para la métrica de 'Exactitud’, aplicando

10 particiones de los datos, donde los valores de cv varian desde el cv =2 hasta el cv=11.

Tabla 23. Resultados de la métrica Exactitud

cv Arbol de decision ~ KNN SVM  Redes Neuronales Redes Bayesianas

2 97.06% 88.07%  94.70% 97.73% 85.70%
3 95.64% 88.26%  94.32% 96.59% 84.94%
4 95.17% 86.55%  93.75% 96.69% 83.43%
5 95.27% 86.08%  95.36% 95.83% 85.61%
6 95.74% 87.59%  95.08% 95.45% 84.56%
7 95.27% 87.97%  94.03% 95.74% 84.56%
8 95.93% 87.31% 93.37% 95.83% 85.23%
9 95.64% 87.88%  93.66% 96.31% 83.71%
10 95.45% 88.64% 94.89% 95.55% 84.09%
11 95.83% 84.94% 94.70% 96.69% 82.95%
total 957.00% 873.29% 943.86% 962.41% 844.78%

promedio 95.70% 87.33% 94.39% 96.24% 84.47%
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Figura 18 Resultados de la métrica Exactitud
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Fuente: SPSS Statistics v.25

Interpretacion: Tal como se observa en la tabla 23 y Figura 18, la técnica con el %
optimo referente a la métrica exactitud que permite la prediccion del rendimiento académico de
los estudiantes de la UNAS correctamente es “Redes neuronales” =96.24%, a la vez de Arbol
de decision” = 95.70% y “SVM” =94.39%, luego “KNN” =87.33%, y finalmente ‘“Redes
bayesianas” = 84.47%.

Esto es refutado con el estudio de Harvey y Kumar (2019), se pudo observar que la
técnica de Naive Bayes, mostr6 una exactitud de 71.00%, siendo la mas alta y efectiva respecto
a los puntajes de matematicas, demostrando de esta manera que la técnica mencionada con
anterioridad es muy importante para predecir otras formas de desempeno de los estudiantes y
mejorar su aprendizaje, como también evaluar las correlaciones de los datos. De forma similar,
en el estudio de Khan et al (2021), donde concluyeron que la técnica predictiva utilizada (Red
neuronal artificial) usado para pronosticar el rendimiento de los estudiantes alcanzé una
exactitud del 52.00%, lo cual dice que las técnicas de aprendizaje automatico son indispensables
para garantizar un aprendizaje mas eficiente a través de técnicas, siendo la dindmica buena y

necesaria la aplicacion de la red neuronal artificial, utilizando atributos con mayor correlacion.
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Para realizar la contrastacion de la hipdtesis de la métrica de exactitud se realizo la prueba de

normalidad de todos los grupos independientes obteniendo los resultados de acuerdo con lo

presentado en la Tabla 24.

Tabla 24. Prueba de normalidad de exactitud.

Pruebas de normalidad

Kolmogorov-Smirnov

Técnicas Estadistico gl
Arbol decision 272 10
KNN ,295 10
SVM ,305 10
Redes neuronales ,282 10

Redes bayesianas ,245 10

Sig
0,035
0,014
0,009
0,023
0,090

Shapiro-Wilk

Estadistico
0,802
0,873
0,781
0,890
0,892

gl
10
10
10
10
10

Sig.
0,015
0,108
0,008
0,172
0,177

El en la Tabla 24, se presenta el valor de gl es menor que 30 por lo cual analizaremos la

prueba de normalidad en base a shapiro-wilk, en donde se puede apreciar que los grupo de

KNN, redes neuronales y redes bayesianas tiene un nivel de significancia mayor a 0.05, asi que

se muestran que son paramétricas y siguen una distribucién normal, asi mismo los grupos de

Arbol de decision y SVM tiene un nivel de significancia inferior que 0.05 lo que indica que no

son paramétricas y no siguen una distribucion normal, por lo tanto para la contratacion de

hipdtesis se uso el test estadistico Kruskal-Wallis (ver Tabla 25)

Tabla 25. Prueba de Kruskal-Wallis de exactitud.

Estadisticos de prueba

Valor
H de Kruskal-Wallis 44,119
gl 4
Sig asintotica ,000

Interpretacion de los resultados:

1. Hipotesis de la prueba:

o Hipotesis nula (HO): No hay diferencias significativas entre las medianas de los

grupos (técnicas).

o Hipdtesis alternativa (H1): Por lo menos un grupo (técnica) tiene una mediana

significativamente diferente.

2. Estadistico de Kruskal-Wallis (H)

o Elvalor calculado de la estadistica H=44.119 sefiala la magnitud de la diferencia

entre los grupos.

o Este valor se compara con una distribucion chi-cuadrado con gl=4 (grados de

libertad).
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3. Grados de libertad (gl):
o La prueba se realiz6 con 4 grados de libertad, lo que significa que se estan
comparando 5 grupos en total.
4. Significacion asintotica (p-valor):
o Elvalor de significancia reportado es p=.000, lo que significa que es menor que
el nivel tipico de significancia (0=0.05).

o Dado que p <0 .05, se descarta la hipdtesis nula.

Conclusion:
Segun lo mostrado en la Tabla 25, el valor p es inferior a 0.05, lo que indica diferencias
estadisticamente significativas entre las medianas de las distintas técnicas analizadas con
relacion a la exactitud. Esto sugiere que al menos una de las técnicas presenta un rendimiento
diferente en comparacion con los demas.
HE2: Existe diferencia estadistica significativa en la precision de las técnicas de Machine
Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

En la Tabla 26 se detallan los valores de precision calculados mediante validacion

cruzada, variando el nimero de particiones desde cv = 2 hasta cv = 11

Tabla 26. Resultados de la métrica Precision

cv Arbol de decision ~ KNN SVM  Redes Neuronales Redes Bayesianas

2 97.07% 87.90% 94.74% 86.39% 86.39%
3 95.75% 88.15% 94.29% 85.89% 85.89%
4 95.26% 86.61% 93.86% 84.64% 84.64%
5 95.20% 85.75%  95.26% 86.30% 86.30%
6 95.65% 87.18% 94.97% 85.22% 85.22%
7 95.24% 87.73%  93.94% 85.09% 85.09%
8 95.87% 86.75% 93.14% 85.43% 85.43%
9 95.54% 87.40% 93.47% 84.14% 84.14%
10 95.64% 88.55% 94.90% 85.34% 85.34%
11 95.93% 84.95% 94.68% 83.85% 83.85%
total 957.15% 870.97% 943.25% 852.29% 852.29%

promedio 95.72% 87.10% 94.33% 85.23% 85.22%
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Figura 19 Resultados de la métrica Precision
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Fuente: SPSS Statistics v.25

Interpretacion: Tal como se aprecia en la Tabla 26 y Figura 19, la técnica que alcanza
el mayor porcentaje referente a la métrica precision que permite predicir el rendimiento
académico de los alumnos de la UNAS correctamente es “Arbol de decision” = 95.72%, a la
vez de “SVM” = 94.33%, luego “K-NN” con 87.10%, asimismo sigue “Redes neuronales” con

un valor del 85.23% y por ltimo “Redes bayesianas” con 85.22%.

Estos datos son contrastados con el estudio de Candia (2019), donde se pudo observar
que Random Forest tuvo el mejor valor de precision, logrando predecir hasta un 69.35% el
rendimiento de los estudiantes, concluyendo la utilizacién de técnicas de aprendizaje
automatico es efectivo para la prediccion del desempefio académico, partiendo de informacion
de admision ala UNSAAC. A lavez, Yamao (2018), concluy6 que arbol de decision obtuvieron
el mejor resultado de precision, siendo este de 82.87%, lo que quiere decir que a utilizar técnicas
de mineria de datos permite predecir el rendimiento académico de los alumnos ingresantes que

pueden enfrentarse a problemas de estudio.

Para realizar la contrastacion de la hipdtesis de la métrica de precision se realizo la prueba de
normalidad de todos los grupos independientes obteniendo los resultados como se expone en la

Tabla 27.
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Tabla 27. Prueba de normalidad de precision.

Pruebas de normalidad

Kolmogorov-Smirnov Shapiro-Wilk
Técnicas Estadistico gl Sig Estadistico gl Sig.
Arbol decision ,324 10 0,004 0,794 10 0,012
KNN ,230 10 0,143 0,933 10 0,479
SVM ,302 10 0,010 0,781 10 0,008
Redes neuronales 254 10 0,067 0,833 10 0,036
Redes bayesianas ,254 10 0,067 0,833 10 0,036

Se ilustra en la Tabla 27, que el valor de gl es menor que 30 por lo cual analizaremos la
prueba de normalidad en base a shapiro-wilk, en donde se puede apreciar que el grupo de KNN,
tiene un nivel de significancia mayor a 0.05 lo que exhibe que son paramétricas y siguen una
distribuciéon de nivel normal, asi mismo los grupos de Arbol de decisién, SVM, redes
neuronales y redes bayesianas tiene un nivel de significancia menor que 0.05 lo que indica que
no son paramétricas y no siguen una distribuciéon normal, por lo tanto para la contratacion de
hipdtesis se usod la prueba estadistica no paramétrica de Kruskal-Wallis (ver Tabla 28.)

Tabla 28. Prueba de Kruskal-Wallis de precision

Estadisticos de prueba

Valor
H de Kruskal-Wallis 43,092
gl 4
Sig asintotica ,000

Interpretacion de los resultados:

1. Hipétesis de la prueba:
o Hipotesis nula (HO): No hay diferencias significativas entre las medianas de los
grupos (técnicas).
o Hipotesis alternativa (H1): Al menos un grupo (técnica) tiene una mediana
significativamente diferente.
2. Estadistico de Kruskal-Wallis (H)
o El valor calculado de la estadistica H=43.092 evidencia la magnitud de la
diferencia entre los grupos.
o Este valor se compara con una distribucion chi-cuadrado con gl=4 (grados de
libertad).
3. Grados de libertad (gl):
o La prueba se realiz6 con 4 grados de libertad, lo que significa que se estan

comparando 5 grupos en total.
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4. Significacion asintotica (p-valor):
o Elvalor de significancia reportado es p=.000, lo que significa que es menor que
el nivel tipico de significancia, la cual es (a=0.05).

o Dado que p <0 .05, permite que se rechace la hipodtesis nula.

Conclusion:

La Tabla 28 muestra un p-valor que es menos que 0.05, lo cual permite concluir que hay
diferencias entre las medianas de las técnicas comparadas con relacion a la precision. Esto
sugiere que al menos una de las técnicas presenta un rendimiento diferente en comparacién con

las demas.

HE3: Existe diferencia estadistica significativa en la sensibilidad las técnicas de

Machine Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

En la Tabla 29 se presentan los valores correspondientes a la métrica 'Sensibilidad',

calculados mediante validacion cruzada con particiones que van desde cv =2 hasta cv =11.

Tabla 27. Resultados de la métrica Sensibilidad

cv Arbol de decision ~ KNN SVM  Redes Neuronales Redes Bayesianas

2 97.10% 88.16% 94.77% 97.74% 85.79%
3 95.59% 88.36% 94.36% 96.56% 84.85%
4 95.39% 87.10% 94.01% 96.81% 83.98%
5 95.18% 85.78%  95.27% 95.83% 85.22%
6 95.57% 87.25%  94.99% 95.44% 83.99%
7 95.23% 87.91% 93.98% 95.71% 84.52%
8 95.74% 86.84%  93.25% 95.67% 84.58%
9 95.51% 87.48%  93.44% 96.14% 83.29%
10 95.47% 88.77% 94.93% 95.58% 84.08%
11 96.01% 85.80% 94.94% 96.84% 83.38%
total 956.79% 873.45% 943.94% 962.32% 843.68%

promedio 95.68% 87.35% 94.39% 96.23% 84.37%
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Figura 20 Resultados de la métrica Sensibilidad
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Fuente: SPSS Statistics v.25

Interpretacion: Como se evidencia en la Tabla 29 y la Figura 20, la técnica que presenta
el mayor porcentaje referente a la métrica sensibilidad que ayuda en la prediccion del
rendimiento académico de los alumnos de la UNAS correctamente es “Redes neuronales” =
96.23%, a la vez de “Arbol de decision” = 95.68%, luego “SVM” con 94.39%, asimismo sigue
“KNN” con un valor del 87.35% y por ultimo “Redes bayesianas” con 84.37%.

Estos resultados son refutados con el estudio de Orihuela (2019), donde predijeron el
rendimiento académico en una universidad del Peru, cuyos resultados muestran que Random
Forest alcanzo el valor de sensibilidad (Test) més alta de 76.00%, concluyendo que se logra
predecir el rendimiento. Sin embargo, es confirmado con el estudio de Garcia (2021), donde
elabor6 un enfoque de machine learning para la prediccion del rendimiento académico e
identificar quienes tienen la probabilidad de éxito o fracaso en sus cursos. Por lo que, SVM fue
el que logré un mejor valor de sensibilidad de 100.00%, lo que significa que este es el mas

eficiente al momento de predecir el rendimiento.

Para realizar la contrastacion de la hipdtesis de la métrica de sensibilidad se realiz6 la prueba
de normalidad de todos los grupos independientes obteniendo los resultados como se puede
observar en la Tabla 27.

Tabla 30. Prueba de normalidad de sensibilidad.
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Pruebas de normalidad

Kolmogorov-Smirnov

Shapiro-Wilk

Técnicas Estadistico gl Sig Estadistico gl Sig.
Arbol decision 272 10 0,035 0,802 10 0,015
KNN ,224 10 0,168 0,911 10 0,287
SVM ,302 10 0,010 0,781 10 0,008
Redes neuronales ,282 10 0,023 0,890 10 0,172
Redes bayesianas ,233 10 0,133 0,904 10 0,245

En la Tabla 30, se presenta que el valor de gl es menor que 30 por lo cual analizaremos

la prueba de normalidad en base a shapiro-wilk, en donde se puede apreciar que el grupo de

KNN, redes neuronales y redes bayesianas tiene un nivel de significancia mayor a 0.05 lo que

indica que son paramétricas y siguen una distribucion normal, asi mismo los grupos de Arbol

de decision y SVM, tiene un valor nivel de significancia menos que 0.05 lo que indica que no

son paramétricas y no siguen una distribucion normal, por lo tanto para la contratacion de

hipoétesis se usd Kruskal-Wallis. (Ver tabla 31)

Tabla 31. Prueba de Kruskal-Wallis de sensibilidad.

Estadisticos de prueba

Valor
H de Kruskal-Wallis 44,438
gl 4
Sig asintética ,000

Interpretacion de los resultados:

1. Hipotesis de la prueba:

o Hipotesis nula (HO): No hay diferencias significativas entre las medianas de los

grupos (técnicas).

o Hipoétesis alternativa (HI1): Al menos un grupo (técnica) tiene una mediana

significativamente diferente.

2. Estadistico de Kruskal-Wallis (H)

o El valor calculado de la estadistica H=44,438 expone el nivel de la magnitud de

la diferencia entre los grupos.

o Este valor se compara con una distribucion chi-cuadrado con gl=4 (grados de

libertad).
3. Grados de libertad (gl):

o La prueba se realizé con 4 grados de libertad, lo que significa que se estan

comparando 5 grupos en total.

4. Significacion asintotica (p-valor):
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o Elvalor de significancia reportado es p=.000, lo que significa que es menor que
el nivel tipico de significancia, que se indica como (a=0.05).

o Al encontrarse el p-valor por debajo de 0.05, se descarta la hipdtesis nula.

Conclusion:
En la Tabla 31 se puede observar que el p-valor es menor a 0.05, se concluye que existen
diferencias significativas entre las medianas de las distintas técnicas analizadas. Esto sugiere
que al menos una de las técnicas presenta un rendimiento diferente en comparacion con los
demas.
HE4: Existe diferencia estadistica significativa en la especificidad las técnicas de Machine
Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

La Tabla 32 presenta los resultados que se han obtenido para la métrica de especificidad,
utilizando validacion cruzada con 10 particiones, donde los valores de cv oscilan entre 2 y 11.

Tabla 28. Resultados de la métrica Especificidad

cv Arbol de decision ~ KNN SVM  Redes Neuronales Redes Bayesianas

2 97.10% 88.16% 94.77% 85.79% 85.79%
3 95.59% 88.36% 94.36% 84.85% 84.85%
4 95.39% 87.10% 94.01% 83.98% 83.98%
5 95.18% 85.78%  95.27% 85.22% 85.22%
6 95.57% 87.25%  94.99% 83.99% 83.99%
7 95.23% 87.91% 93.98% 84.52% 84.52%
8 95.74% 86.84% 93.25% 84.58% 84.58%
9 95.51% 87.48%  93.44% 83.29% 83.29%
10 95.47% 88.77% 94.93% 84.08% 84.08%
11 96.01% 85.80%  94.94% 83.38% 83.38%
total 956.79% 873.45% 943.94% 843.68% 843.68%

promedio 95.68% 87.35% 94.39% 84.37% 84.36%
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Figura 21 Resultados de la métrica Especificidad
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Fuente: SPSS Statistics v.25

Interpretacion: La tabla 32 y Figura 21 indican que la técnica con el porcentaje 6ptimo
referente a la métrica especificidad que ayuda en la prediccion del rendimiento académico de
los alumnos de la UNAS correctamente es “Arbol de decision” = 95.68%, a la vez que “SVM”
= 94.39%, luego “K-NN” con 87.35%, asimismo sigue “Redes neuronales” con un valor del

84.37% y por ultimo “Redes bayesianas” con 84.36%.

Esto es contrastado con el estudio de Lau, Sun y Yang (2019) en base al resultado de la
técnica utilizada (red neuronal artificial) se obtuvo una especificidad de 54.6%. Por lo que se
concluye que el uso de técnicas de machine learning con configuracion de modelos educativos
ayuda a realizar predicciones mas exactas del rendimiento de los alumnos. No obstante, es
confirmado por el estudio de Aronés (2021), quien en su estudio emple6 un enfoque de machine
learning para la prediccion del rendimiento, donde se evidencié que SVM obtuvo el mejor valor
de especificidad de 99.80%, lo que quiere decir que sirve de ayuda para obtener informacion

util y valiosa acerca de los alumnos aprobados de forma temprana.

Para realizar el contraste de la hipotesis de especificidad se realizo la prueba de normalidad de

todos los grupos independientes obteniendo los resultados como se exhiben en la Tabla 33.



51

Tabla 33. Prueba de normalidad de Especificidad.

Pruebas de normalidad

Kolmogorov-Smirnov Shapiro-Wilk
Técnicas Estadistico gl Sig Estadistico gl Sig.
Arbol decision 272 10 0,035 0,802 10 0,015
KNN ,224 10 0,168 0,911 10 0,287
SVM ,302 10 0,010 0,781 10 0,008
Redes neuronales ,233 10 0,133 0,904 10 0,245
Redes bayesianas 233 10 0,133 0,904 10 0,245

En la Tabla 30, se manifiesta que el valor de gl es menor que 30 por lo cual analizaremos
la prueba shapiro-wilk, en donde se puede apreciar que el grupo de KNN, redes neuronales y
redes bayesianas tiene un nivel de significancia mayor a 0.05 lo que indica que son paramétricas
y siguen una distribucién normal, asi mismo los grupos de Arbol de decision y SVM, tiene un
nivel de significancia menor que 0.05 lo que indica que no son paramétricas y no siguen una
distribucion normal, por lo tanto para la contratacion de hipdtesis se uso6 el test Kruskal-Wallis
(Ver Tabla 34.)
Tabla 34. Prueba de Kruskal-Wallis de Especificidad.

Estadisticos de prueba

Valor
H de Kruskal-Wallis 44212
gl 4
Sig asintotica ,000

Interpretacion de los resultados:

1. Hipétesis de la prueba:
o Hipdtesis nula (HO): No hay diferencias significativas entre las medianas de los
grupos (técnicas).
o Hipotesis alternativa (H1): Al menos un grupo (técnica) tiene una mediana
significativamente diferente.
2. Estadistico de Kruskal-Wallis (H)
o El valor calculado de la estadistica H=44,212 manifiesta la magnitud de la
diferencia entre los grupos.

o Este valor permite la comparacién con un chi-cuadrado con gl=4 (grados de

libertad).
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3. Grados de libertad (gl):
o La prueba se realiz6 con 4 grados de libertad, lo que significa que se estan
comparando 5 grupos en total.
4. Significacion asintotica (p-valor):
o El valor de significancia reportado es p=.000, lo que significa que es inferior al
nivel tipico de significancia que es (0=0.05).

o Elresultado estadistico (p < 0.05) permite rechazar la hipdtesis nula.

Conclusion:

En la Tabla 34 se puede observar que el p-valor es menor a 0.05, se concluye que se presentan
diferencias significativas entre las medianas de las distintas técnicas analizadas con relacion a
la especificidad. Esto sugiere que al menos una de las técnicas presenta un rendimiento diferente
en comparacion con los demas.

HES: Existe diferencia estadistica significativa en la puntuacion F1 las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

La Tabla 35 presenta los resultados obtenidos para la métrica 'Puntuacion F1', utilizando

validacion cruzada con 10 particiones, donde los valores de cv varian entre 2 y 11.

Tabla 29. Resultados de la métrica Puntuacion F1

cv Arbol de decision ~ KNN SVM  Redes Neuronales Redes Bayesianas

2 97.07% 87.96% 94.74% 97.75% 85.69%
3 95.61% 88.20% 94.31% 96.58% 84.95%
4 95.27% 86.78%  93.92% 96.77% 83.59%
5 95.17% 85.72%  95.26% 95.79% 85.26%
6 95.60% 87.18%  94.96% 95.35% 83.96%
7 95.17% 87.75%  93.96% 95.68% 84.40%
8 95.79% 86.78%  93.17% 95.67% 84.73%
9 95.52% 87.30%  93.44% 96.14% 83.46%
10 95.44% 88.62%  94.90% 95.56% 84.19%
11 95.95% 85.26%  94.79% 96.78% 83.28%
total 956.59% 871.55% 943.45% 962.07% 843.51%

promedio 95.66% 87.16% 94.35% 96.21% 84.35%
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Figura 22 Resultados de la métrica Puntuacion F'1

97,50

95,00

9250

90,00

Media de valor

87,50

85,00

ARBOL_DE_DECISION KMMN SV REDES_MEUROMALES REDES_BAYESIANAS

algoritmo

Fuente: SPSS Statistics v.25

Interpretacion: Asi como es mostrado en la tabla 35 y Figura 22, la técnica con el
porcentaje de nivel Optimo referente a la métrica puntuacion F1 que ayuda a predecir el
rendimiento académico de los alumnos de la UNAS correctamente es “Redes neuronales” =
96.21%, a la vez que “Arbol de decision” = 95.66%, luego “SVM” con 94.35%, asimismo sigue
“KNN” con un valor del 87.16% y por ultimo “Redes bayesianas” con 84.35%.

Estos resultados se contrastan con el estudio de Yagci (2022), propusieron un modelo
en base a técnicas de machine learning para la prediccion de las calificaciones de los examenes
finales de los alumnos de educacion superior, donde se evidencia que la técnica KNN alcanz6
una puntuacion F1 del 69.4%, lo que significa que el empleo de técnicas de machine learning
es eficaz para la prediccion. Asimismo, en el estudio de Singh y Pal (2020) desarrollaron un
modelo combinado en base las técnicas de machine learning Bagging y Boosting y compararon
4 técnicas, donde se puede observar que Naive Bayes alcanz6 el mejor valor de F1-
Score=72.78%, lo cual quiere decir que las técnicas tienen eficiencia para mejorar la calidad de
la ensefianza e identificar que estudiantes requieren mas atencion.

Para realizar la contrastacion de la hipotesis de la puntuacién F1 se realizd la prueba de
normalidad de todos los grupos independientes obteniendo los resultados como se muestra en
la Tabla 36.

Tabla 36. Prueba de normalidad de Puntuacion F1
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Pruebas de normalidad

Kolmogorov-Smirnov

Shapiro-Wilk

Técnicas Estadistico gl Sig Estadistico gl Sig.

Arbol decision 272 10 0,035 0,802 10 0,015
KNN ,230 10 0,143 0,933 10 0,479
SVM ,302 10 0,010 0,781 10 0,008
Redes neuronales ,282 10 0,023 0,890 10 0,172
Redes bayesianas ,224 10 0,168 0,911 10 0,287

En la Tabla 36, se expone que el valor de gl es menor que 30 por lo cual analizaremos

la prueba de normalidad en base a shapiro-wilk, en la cual se puede apreciar que el grupo de

KNN, redes neuronales y redes bayesianas tiene un nivel de significancia mayor a 0.05 lo que

indica que son paramétricas y siguen una distribucion normal, asi mismo los grupos de Arbol

de decision y SVM, tiene un nivel de significancia inferior que 0.05 lo que indica que no son

paramétricas y no siguen una distribucion normal, por lo tanto para la contratacion de hipdtesis

se uso la prueba Kruskal-Wallis (Ver Tabla 37.)

Tabla 37. Prueba de Kruskal-Wallis de Especificidad.

Estadisticos de prueba

Valor
H de Kruskal-Wallis 44,261
gl 4
Sig asintotica ,000

Interpretacion de los resultados:

1. Hipétesis de la prueba:

o Hipdtesis nula (HO): No hay diferencias significativas entre las medianas de los

grupos (técnicas).

o Hipotesis alternativa (H1): Al menos un grupo (técnica) tiene una mediana

significativamente diferente.

2. Estadistico de Kruskal-Wallis (H)

o Elvalor H=44,261 indica el grado de discrepancia entre los distintos grupos

o Este valor se compara con una distribucion chi-cuadrado con gl=4 (grados de

libertad).
3. Grados de libertad (gl):

o La prueba se realizé con 4 grados de libertad, lo que significa que se estan

comparando 5 grupos en total.

4. Significacion asintotica (p-valor):

o Elvalor de significancia reportado es p=.000, lo que significa que es menor que

el nivel tipico de significancia (0=0.05).

o Como el valor p es menor a 0.05, se procede a rechazar la hipotesis nula.
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Conclusion:

La Tabla 37 muestra un p-valor inferior a 0.05, lo que permite concluir que hay diferencias
estadisticamente significativas entre las medianas de las distintas técnicas analizadas con
relacion a la especificidad. Esto sugiere que al menos una de las técnicas presenta un
rendimiento diferente en comparacion con los demas.

HEG6: Existe diferencia estadistica significativa en la curva ROC las técnicas de Machine

Learning en la prediccion del rendimiento académico de los estudiantes de la UNAS.

En la Tabla 38 se exhiben los resultados obtenidos para la métrica 'Curva ROC,
utilizando validacion cruzada con 10 particiones de los datos, donde los valores de cv varian

desde 2 hasta 11

Tabla 30. Resultados de la métrica Curva ROC

cv Arbol de decision ~ KNN SVM  Redes Neuronales Redes Bayesianas

2 99.55% 97.60% 99.61% 97.58% 97.58%
3 99.52% 97.61% 99.58% 97.66% 97.66%
4 98.89% 96.91% 99.28% 97.46% 97.46%
5 99.03% 96.74%  99.45% 97.78% 97.78%
6 99.24% 97.47%  99.46% 97.49% 97.49%
7 99.34% 97.01% 99.41% 97.67% 97.67%
8 99.29% 96.58%  99.26% 97.50% 97.50%
9 99.46% 97.36%  99.44% 97.33% 97.33%
10 99.39% 97.44%  99.41% 97.71% 97.71%
11 99.53% 96.29%  99.34% 97.22% 97.22%
total 993.24% 971.01% 994.24% 975.40% 975.40%

promedio 99.32% 97.10% 99.42% 97.54% 97.54
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Figura 23 Resultados de la métrica Curva ROC
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Interpretacion: Tal como se indica en la tabla 38 y Figura 23, la técnica con % Optimo
referente a la Curva ROC que ayuda a predecir correctamente es tanto “SVM” =99.42%,
seguido de “Arbol de decision” = 99.32%, a la vez que tanto “Redes neuronales” como “Redes

bayesianas” = 97.54% y finalmente “K-NN"" =97.10%.

Esto es contrastado con la investigacion de Menacho (2017), donde aplicaron técnicas
de data mining para predecir la clasificacion final de los estudiantes pertenecientes a la
Universidad Nacional Agraria La Molina, cuyos resultados muestran que el Clasificador
bayesiano ingenuo logré un alto valor de Curva ROC=62.00%, lo que quiere decir que las
técnicas de data mining son herramientas eficaces para la obtencion de modelos que ayuden a
predecir los resultados de los estudiantes. A la vez, se reafirma con la investigacion de Orihuela
(2019), donde se evidencia que Bosque aleatorio obtuvo un valor de Curva ROC de 82.00%,
esto demuestra que esta técnica logra predecir el rendimiento académico.

Para realizar la contrastacion de la hipdtesis de la curva ROC se realiz6 la prueba de normalidad

de todos los grupos independientes obteniendo los resultados como se expone en la Tabla 39.



Tabla 39. Prueba de normalidad de Curva ROC
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Pruebas de normalidad

Kolmogorov-Smirnov

Técnicas Estadistico
Arbol decision ,433
KNN ,370
SVM ,482
Redes neuronales ,381
Redes bayesianas ,381

gl
10
10
10
10
10

Sig
0,000
0,000
0,000
0,000
0,000

Shapiro-Wilk

Estadistico
0,594
0,752
0,509
0,640
0,640

gl
10
10
10
10
10

Sig.
0,000
0,004
0,000
0,000
0,000

En la Tabla 39, se puede observar que el valor de gl es menor que 30 por lo cual

analizaremos la prueba de normalidad en base a shapiro-wilk, en la cual se puede apreciar que

el grupo KNN, redes neuronales, redes bayesianas, Arbol de decision y SVM, tiene un nivel de

significancia inferior al 0.05 lo que indica que no son paramétricas y no se sigue una

distribucién normal, por lo tanto, para la contratacion de hipotesis se uso el test estadistico no

paramétrico de Kruskal-Wallis (Ver Tabla 40.)

Tabla 40. Prueba de Kruskal-Wallis de Curva ROC.

Estadisticos de prueba

Valor
H de Kruskal-Wallis 39,727
gl. 4
Sig asintotica ,000

Interpretacion de los resultados:

1. Hipétesis de la prueba:

o Hipdtesis nula (HO): No existen diferencias significativas entre las medianas de

los grupos (técnicas).

o Hipotesis alternativa (H1): Por lo menos un grupo (técnica) tiene una mediana

significativamente diferente.

2. Estadistico de Kruskal-Wallis (H)

o Elvalor calculado de la estadistica H=39,727 revela la magnitud de la diferencia

entre los grupos.

o Dicho valor se contrasta con una distribucion chi-cuadrado con gl=4 (grados de

libertad).

3. Grados de libertad (gl):

o La prueba se realizo con 4 grados de libertad, lo que significa que se estan

comparando 5 grupos en total.
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4. Significacion asintotica (p-valor):
o Elvalor de significancia reportado es p=.000, lo que significa que es menor que
el nivel tipico de significancia que es (0=0.05).

o Debido a que el p-valor es menor a 0.05, se descarta la hipotesis nula
Conclusion:
En la Tabla 40 se indica que el p-valor es menor a 0.05, se concluye que se identifican
diferencias significativas entre las medianas de las distintas técnicas analizadas con relacion a
la métrica de la curva ROC. Esto sugiere que al menos una de las técnicas presenta un

rendimiento diferente en comparacion con los demas.
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V. CONCLUSIONES
Se determiné que la técnica que proporciona la mejor exactitud para predecir el
rendimiento académico de los estudiantes de la UNAS después de realizar la
comparacion de los algoritmos en el test es “Redes Neuronales” con un 96.24%.
Luego se aplico la prueba estadistica de Kruskal-Wallis con un nivel de significancia
de 0.00. Esto significa que el 96.24% de las predicciones del modelo son correctas.
Este hallazgo se corrobora con investigaciones que han encontrado que las redes
neuronales supera a otras técnicas en tareas de prediccion complejas, como la
identificacion de estudiantes que se encuentran en riesgo de bajo rendimiento

académico.

Se determind que la técnica que brinda la mejor precision para la prediccion el
rendimiento académico de los alumnos de la UNAS después de realizar la comparacion
de los algoritmos en el test es “Arbol de decision” con un 95.72%. Luego se aplicé la
prueba estadistica de Kruskal-Wallis, indicando como nivel de significancia 0.00, lo que
indica que el 95.72% de las predicciones de “excelente” del modelo son correctas,
siendo esta métrica importante cuando el costo de los falsos positivos es elevado, ya que
mide la calidad de las predicciones positivas del modelo. Este hallazgo tiene una
relevancia practica significativa, ya que aborda el problema real de predecir el
rendimiento académico en la UNAS, permitiendo la implementacion de estrategias de
intervencion temprana para los estudiantes en riesgo, lo que la alta precision del arbol
de decision facilita una toma de decisiones mas efectiva contribuyendo a mejorar el
apoyo y las oportunidades de éxito académico de los estudiantes.

Se determind que la técnica que muestra la mejor sensibilidad para predecir el
rendimiento académico de los alumnos de la UNAS después de realizar la comparacion
de los algoritmos en el test es “Redes Neuronales” con un 96.23%. Luego se aplico la
prueba estadistica de Kruskal-Wallis con un nivel de significancia de 0.00. Esto indica
que el modelo tiene la capacidad de reconocer de forma correcta el 96.23% de los
estudiantes tienen un rendimiento “excelente”, siendo esta métrica de gran importancia
cuando la meta es obtener gran cantidad posible de instancias positivas, sobre todo
cuando los errores por omision (falsos negativos) resultan criticos. Este hallazgo tiene
importancia practica, ya que estudios de este tipo contribuyen directamente a mejorar la
calidad educativa y el futuro académico de los estudiantes, donde la alta sensibilidad

del modelo permite identificar de manera precisa a los estudiantes con un buen
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rendimiento, facilitando la implementacion de medidas de apoyo personalizado y
oportuno.

Se determind que la técnica que indica la mejor especificidad para predecir el
rendimiento académico de los alumnos de la UNAS después de realizar la comparacion
de los algoritmos en el test es “Arbol de decisién” con un 95.68%. Luego se utiliz6 la
prueba Kruskal-Wallis, teniendo un nivel de significancia de 0.00. Lo que indica que el
modelo tiene la capacidad de identificar correctamente el 95.68% de los estudiantes que
no tienen un rendimiento “excelente”, siendo estd métrica fundamental cuando es
crucial identificar correctamente las instancias negativas, principalmente cuando el
costo de los falsos positivos es elevado. Este hallazgo tiene importancia practica, ya que
no solo optimiza los procesos académicos, sino que también tiene un impacto positivo
en el entorno educativo, promoviendo una atencion mas equilibrada y equitativa para
todos los estudiantes, reforzando la capacidad del Arbol de decision como una
herramienta beneficiosa para la mejora de la calidad de vida académica.

Se determin6 que la técnica que produce la mejor puntuacion F1 para predecir el
rendimiento académico de los alumnos de la UNAS después de realizar la comparacion
de los algoritmos en el test es “Redes Neuronales” con un 96.21%. Luego se aplico la
prueba estadistica de Kruskal-Wallis, contando con un nivel de significancia de 0.00.
Esto significa que la puntuacion F1 del modelo para la categoria “excelente” es 96.21%,
lo que indica un equilibrio moderado entre la precision y la sensibilidad, siendo una
métrica clave para evaluar los modelos de clasificacion, especialmente cuando hay un
desbalance entre las clases o cuando se desea encontrar un balance entre la precision y
la sensibilidad. Este hallazgo se corrobora tedricamente, al contribuir al conocimiento
del comportamiento de diversas variables que presentan influencia sobre rendimiento
académico, donde el uso de técnicas como Redes neuronales no solo fortalece la
comprension del proceso predictivo, sino que también ofrece una base sélida para
futuras investigaciones.

Se determind que la técnica que brinda la mejor Curva ROC para predecir después de
realizar la comparativa de los algoritmos en el test es “SVM” con un 99.42%. Luego se
aplico el test Kruskal-Wallis, presentando un nivel de significancia de 0.00. Lo que
significa que esta métrica proporciona una forma poderosa de evaluar la capacidad de
un modelo de clasificacion binaria (uno contra todos) para hacer la distincion entre las
clases positivas y negativas a través de diferentes umbrales acerca de la decision, como

es el caso, para “excelente” versus “no excelente” y luego repetir el proceso para las
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otras categorias (“bueno” versus “no bueno”, etc.). Este hallazgo proporciona una
evaluacion detallada de como el alto desempefio del modelo SVM en términos de Curva
ROC refuerza su utilidad en la prediccion académica y destaca su capacidad para ofrecer
una diferenciacion precisa entre categorias de rendimiento.

En conclusion, en cuanto al objetivo general, después de haber realizado la comparacion
de los experimentos con todas las técnicas seleccionadas, se puede determinar que
Redes neuronales present6 el mejor desempefio relacionado a la exactitud, precision,
sensibilidad, especificidad, puntuacion F1 y Curva ROC, superando a Arbol de decision,
siendo las mas eficaces para predecir el rendimiento académico de los alumnos de la
UNAS. Sin embargo, KNN y Redes bayesianas presentaron valores mas bajos, lo que
sugiere que no son las mas adecuadas para este conjunto de datos especificos. Estos
hallazgos refuerzan la importancia de seleccionar el modelo adecuado para maximizar
el impacto positivo en la calidad educativa, promoviendo una intervencion temprana y

personalizada que responda a las necesidades de los estudiantes.
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VI. RECOMENDACIONES

Se sugiere desarrollar enfoques alternativos de machine learning, como son técnicas hibridas
que permitan procesar datos de entrada con el objetivo de estimar valores de salida dentro de
margenes aceptables relacionados con la prediccion del rendimiento académico, tales como
métodos de ensamblaje, modelos en cascada, arboles extremadamente aleatorios y técnicas de

agrupamiento.

Graduar la sensibilidad del modelo, donde sea capaz de detectar a estudiantes con rendimiento
bueno, malo, muy bueno o regular, esto para formular un modelo mas preciso y que pudiera

discernir y dar luces del grado de rendimiento que presenta el alumno.

Se recomienda actualizar periddicamente la base de datos en el modelo predictivo para que
cuente con informacion relevante frente a los problemas actuales, favoreciendo la toma de

mejores decisiones.

En base a los resultados, se evidencio que las redes neuronales obtuvieron los mejores valores
en las métricas, lo que indica que son las mas eficientes. Por ello se sugiere la construccion de
técnicas optimizadas que tengan en su estructura hiperpardmetros que permitan mejorar los
resultados como las redes neuronales artificiales con arquitecturas como perceptron multicapa,
(MLP) o redes neuronales profundas que son adecuadas para tareas de clasificacion con datos
discretos y continuos. Por ello, se recomienda continuar la linea de esta investigacion

desarrollando modelos con tales caracteristicas.
Dar facilidades en brindar la informacion requerida para que la investigacion sea relevante.

Finalmente, se sugiere desarrollar un mecanismo de recopilacion de informacion, esto para
actualizar los datos del modelo con nuevos datos, concretos acerca del rendimiento de los
estudiantes tales como exdmenes, y desarrollar metodologias mas complejas que requieren

mayor cantidad de informacién como son las técnicas de regresion.
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ANEXOS
Anexo 1
Tabla 31. Matriz de Consistencia
Variable Problema Hipétesis Objetivos Dimensiones Indicadores
General General
Técnicas de (Existe diferencia en las Existe diferencia significativa en las Comparar las técnicas de
Machine métricas de evaluacion de las métricas de evaluacion de las técnicas machine learning  para
Learning técnicas de Machine Learning de Machine Learning en la prediccion predecir el rendimiento
en la prediccion  del del rendimiento académico de los académico de los
rendimiento académico de los estudiantes de la UNAS estudiantes de la UNAS
estudiantes de la UNAS?
Especificos Especificos Especificos
(Existe diferencia en la Existe diferencia estadistica Evaluar la diferencia en la
exactitud de las técnicas de significativa en la exactitud de las exactitud de las técnicas de .
Machine Learning en la técnicas de Machine Learning en la Machine Learning en la Exactitud Porceptaje de
.., .. .., co. .., .. Exactitud
prediccion del rendimiento prediccion del rendimiento prediccion del rendimiento
académico de los estudiantes de académico de los estudiantes de la académico de los
la UNAS? UNAS estudiantes de la UNAS
Prediccion ] ) ] ) ] ] ) ) )
del (Existe  diferencia en la Existe diferencia estadistica Evaluar la diferencia en la Porcentaje de
Rendimiento  Precision de las técnicas de significativa en la precision de las precision de las técnicas de  procision Precision
Académico Machine Learning en la técnicas de Machine Learning en la Machine Learning en la
prediccion del rendimiento prediccion del rendimiento prediccion del rendimiento
académico de los estudiantes de académico de los estudiantes de la académico de los
la UNAS? UNAS estudiantes de la UNAS
(Existe diferencia en la Existe diferencia estadistica Evaluar la diferencia en la o Porce':n'te.ge de
Sensibilidad  Sensibilidad

sensibilidad de las técnicas de

significativa en la sensibilidad las

sensibilidad de las técnicas
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Machine Learning en la
prediccion  del rendimiento
académico de los estudiantes de
la UNAS?

(Existe  diferencia en la
especificidad de las técnicas de
Machine Learning en la
prediccion del rendimiento
académico de los estudiantes de
la UNAS?

(Existe  diferencia en Ia
puntuacion F1 las técnicas de
Machine Learning en la
prediccion  del rendimiento
académico de los estudiantes de
la UNAS?

(Existe diferencia en la curva
ROC de las técnicas de
Machine Learning en la
prediccion del rendimiento
académico de los estudiantes de
la UNAS?

técnicas de Machine Learning en la
prediccion del rendimiento
académico de los estudiantes de la
UNAS

Existe diferencia estadistica
significativa en la especificidad las
técnicas de Machine Learning en la
prediccion del rendimiento
académico de los estudiantes de la
UNAS

Existe diferencia estadistica
significativa en la puntuacion F1 las
técnicas de Machine Learning en la
prediccion del rendimiento
académico de los estudiantes de la
UNAS

Existe diferencia estadistica
significativa en la curva ROC las
técnicas de Machine Learning en la
prediccion del rendimiento
académico de los estudiantes de la
UNAS

de Machine Learning en la
prediccion del rendimiento
académico los estudiantes
de la UNAS

Evaluar la diferencia en la
especificidad  de las
técnicas de  Machine
Learning en la prediccion
del rendimiento académico
de los estudiantes de la
UNAS

Evaluar la diferencia en la
puntuacion F1 de las
técnicas de  Machine
Learning en la prediccion
del rendimiento académico
de los estudiantes de la
UNAS

Evaluar la diferencia en la
curva ROC de las técnicas
de Machine Learning en la
prediccion del rendimiento
académico de los
estudiantes de la UNAS

Especificidad  Porcentaje de

Especificidad

Porcentaje de

Puntuaciéon Puntuacion

Fl F1
Porcentaje de

CurvaROC ~ Curva ROC

Fuente: Elaboracion propia



Anexo 2
Operacionalizacion de Variables

Tabla 32. Matriz de Operacionalizacion de Variables
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Variables Definicion conceptual Definicion Operacional Dimensiones Indicadores Escala de medicion
Se basan en algoritmos Para desarrollar las técnicas de
Técnicas de que aprenden a partirde  machine learning se utilizara la
Machine un conjunto de ejemplos  metodologia KDD con sus respectivos
Learning especificando para una pasos: Comprension del dominio y
entrada dada cual debe Objetivos de KDD, Seleccion y
ser la salida, de modo que adicidn, Preprocesamiento-Limpieza
cuando se les da una de datos, Transformacion, Mineria de
entrada nueva entradas, datos, Evaluacion e interpretacion,
produciran la salida Discovered Knowledge (Visualizacion
correcta. e integracion).
(Maimon yRokach,2010)
Sirve para anticipar el Para medir la prediccion del Exactitud Porcentaje de Razén
Prediccion del  rendimiento académico rendimiento académico de los Exactitud
Rendimiento  de los estudiantes estudiantes de la Universidad Nacional Precision Porcentaje de Razon
Académico haciendo uso de métricas  Agraria de la selva se hara uso de las Precision
de evaluacion de métricas de evaluacion de prediccion Sensibilidad ~ Porcentaje de Razon
prediccion, permitiendo con el fin de evaluar el desempefio de Sensibilidad
asi identificar a las técnicas de machine learning. Especificidad  Porcentaje de Razon
estudiantes que tienen un Especificidad
bajo rendimiento Puntuacion Porcentaje de Razén
académico. F1 Puntuacién F1
Curva ROC Porcentaje de Razon

Curva ROC

Fuente: Elaboracion propia



a) SVM

Anexo 3

Desarrollo de las técnicas de Machine Learning

Figura 24 Conexion a los datos de Excel (SVM)

In

[13:

Conexion a los datos Excel

#librerias para el desarrollo del proyecto
import matplotlib.pyplot as plt #libreria para graficas

from matplotlib.colors import ListedColormap

import matplotlib.patches as mpatches

import seaborn as sb

#

import pandas as pd
import pandas as pg
import pandas as pf
import pandas as filtro filas

#enlazande lLos dates en el arc

data = pd.read_excel("./dat
data_over = pd.read_excel("

import numpy as np
#invocando a la Libreria de closificacion
from sklearn.tree import DecisionTreeClassifier
pd.options.mode. chained assignment = None

/R

ibrerdas pandas para el manejo de los datos

. alumnos.xLsx", index_col-None)
data/Reporte_alumnos_over.xlsx", index_col=None)

Figura 25 Datos de los atributos de rendimiento académico

In [2]:

out[2]:

Mostrar Datos

data
Id  appsterno  apmatemo nombre sexo Departamento  Provincia Distrite Fecha_Nacimiento Edad .. anio_ingreso ciclo_academice
CESER LEONCIO ]
o 1 aBaD  umames o CESAR w o nuanuco  LEQNCIO mupauma 20011143 20 2018 :
ANGIE LEONCID
12 sBaD RWERA o MNOE e puanuco YEQNOY mupamues 18881029 23 2018
2 3 ABAD  RIVERA JOISSHRLEY F  Huanuco “5ONCIO pupapups 20000803 22 2017 i
PRADO 08 i
MARIA
ER ABAL NEETG CoemAF HUANUCO HUANUGO  AMARILIS 20000527 2 2019
LEONCIO ]
4 s MEZA . CERAR m nuawuco  SEONSO RupasuRs 19871113 24 2015 i
o JHORQUEENS LEONCIO
4579 4580 ZUNIGA TOLENTINO oies M Husnuco  “EENSS mupamuPs 20020315 18 2013
=ANTA MONICA
4580 4581 ZURITA e MONCA M SANMARTIN  LAMAS  ZAPATERO 2000-11-07 21 2020
4581 4562 ZUTA  PAREDES  SEAMAKRA  F LORETO  UCAVAL CONTAMANA 20040605 18 2021
4582 4583 ZUTA  PAREDES SoomaF LORETO  UCAVAL CONTAMANA 19560711 26 2014 W
ZYANKO
4583 4584 ZUTA  PAREDES  KATIUSKA  F LORETO  UCAVALI CONTAMANA 19940110 28 2014 W

4584 rows x 26 columns

YVETTE

Figura 26 Atributos de rendimiento académico con columnas eliminadas

In [

Eliminar columnas

5]: | #se eliming 9 columnas quedadnod = 26 -9 = 17
pq = data.drop(['Id", 'appaterno’, 'apmaterno’, 'nombre’, 'Fecha_Na
beneficiario pronabec’, 'ciclo academico’,’codcurricula’], axis-1)
8l: pg
8]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso  Total_¢
INGEMIERIA EN
LEGNCIO Centro Pre : RECURSOS
0w Huanuco SEONOO RUPARUPA 20 SOLTERO iy Publico I 2019
RENOVABLES
LEONCIO entro Pre
1 F  nuanuco ORCO RuPsRURA 23 SOLTERD e Publico  CONTABILIDAD 2018
2 F  nuanuco EONC9 pupapupa 22 SOLTERO  Examen Omd Pubii CONTABILIDAD 2017
A g xémen Ordinario ublico
INGEMIERIA EN
3 F  HUANUCO HUANUCO  AMARILIS 22  SOLTERO  Examen Ordinario Publico INDUSTRIAS 2019
ALIMENTARIAS
LEONCIO Centro Pre
4w Huanuco SEQNSE RuPaRUPA 24 sOLTERO iaml? Publico AGRONOMIA 2015
LEONCIO Exonerados INGENIERIA
4579w nuanuco SEORCO RUPRRUPA 19 SOLTERD . EXORerades Publico T 2013
4580 M SANMARTIN  LAMAS ZAPATERO 21  SOLTERO g:p":;;:gz Publico ZOOTECNIA 2020
INGEMIERIA EN
. RECURSOS
481 F LORETO  UCAYALI CONTAMANA 18 NaM  Examen Ordinario Publico N 2021
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Figura 27 Visualizacion de datos incompletos

Visualizando datos incompletos
In [11]: | import missingne as msno

In [12]: |msno.matrix{pg}

out[12]: «<matplotlib.axes._subplots.AxesSubplot at @xlaSazbl2eds»

i
d“"f‘%ﬁ o”“\& &

s
d
J II
4584

Figura 28 Visualizacion de datos limpios

Datos Limpios

In [16]: #el grafico muestra que los datos estan completos
msno.matrix(pf)

Out[16]: <matplotlib.axes._subplots.Axessubplot st @xlasagld7acs»

1

In [17]: pf.isnull().any()

Out[17]: sexo False
Departamento False
Provincia False
Distrito False
Edad False
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Figura 29 Datos explorados (Cantidad de columnas)

Exploracion de datos

In [27]: |#cantidod de columnas 2656
import matplotlib.pyplot as plt
%matplotlib inline
plt.rcParams['figure.figsize'] = (16, 9)

plt.style.use('gzplot')

filtro_filas.hist()
plt.shou()

Edad anio_ingreso

ZIZ- 2': 30 35 40 ) 2012 2014 2016 2018 2
Total_Creditos_Desaprobados Total_Creditos_Aprobados
1250 600 -
1000
a00
750
00

© 25 50 75 100 135 150 50 WO 150 200 250

Promedio_Ponderado_Final Total_Cursos_Matriculados

Total_Creditos_Llevados

500
00~
00
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- |
o s 150 200 250 300 30
Promedio_Ponderado_Anterior
000
800
800

25 50 25 100 125 10
Total_Cursos_Nivelacion_Matriculados
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Figura 30 Transformacion de datos del promedio final

Transformando datos de promedio final

In [30]:  condicion rango=[ ((pf['Promedio Ponderado_Final'] <= 2@) & (pf['Promedio Ponderade Final'] »= 18)),
((pf['Promedio_Ponderado Final'] < 18) & (pf['Promedio_Ponderado Final'] 5= 15)),
((pf['Promedio_Ponderado Final'] < 15) & (pf['Promedio_Ponderado Final'] »= 13)),
((pf['Promedio_Ponderado_Final'] < 13) & (pf['Promedio_Ponderado_Final'] >= 11)),
(pf[‘Promedio_Ponderado Final'] < 11) ]

escala_calificacion=["Excelente’, 'Muy Bueno',’Bueno’,'Regular’, ‘Malo']
pf[ " CALIFICACION' |=np.select (condicion_rango, escala calificacion)

In [31]: condicion rango-[ ((pf['Promedic_Ponderads Final'] <= 20) & (pf['Promedic_Ponderado_rinzl'] »= 18)),
((pf[Promedio_Ponderado_Final'] < 18) & (pf['Promedio_Ponderado Final'] = 15)),
((pf['Promedio_Ponderado_Final'] < 15) & (pf['Promedio_Ponderado_Final'] >= 13)),
((pf['Promedio_Ponderado Final'] < 13) & (pf['Promedio_Ponderado Final'] »= 11)),
(pf[‘Promedio_Ponderado_Finsl'] < 11 ]

escala_calificacion=[5,4,3,2,1
pF[ CALIFICACION 2" ]-np.select(condicion_rango, escala_calificacion)
In [32]: pf
out[32]: sexo Departamento  Provincia Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total_

Figura 31 Transformacion de datos del estado civil

LEONCIO
0 M HUANUCO “orang RUPARUPA 20 SOLTERO
LEONCIO Centro Pre
1 F HUANUCO ~_ponc0  RUPARUPA 23 SOLTERO Uniserstang
LEONCIO

2 F HUANUCO “Lrang RUPARUPA 22 SOLTERO  Exémen Ordinario

Transformando datos de estado civil

Publico

Publico

Publico

INGENIERIAEN
RECURS0QS
NATURALES
REMOVABLES

COMNTABILIDAD

CONTABILIDAD

2019

2018

2017

In [35]:

# convertir estado civil

condicion_estadocivil=[
(pf["Estado_Civil'] == 'SOLTERO'),
(pf["Estado_Civil']
(pf["Estado_Civil']
(pf["Estado_Civil']

'DIVORCIADO")

1

escala_estadocivil=['1,'2', 3", 4"

pf['E5 2" ]=np.select(condicion estadocivil, escala estadocivil)

In [36]:

out[36]:

In [37]:

Figura 32 Visualizacion de los datos por clases

pf['ES 2°]
[} 1
1 1
2 1
3 1
4 1
as78 1
4579 1
asse 1
asg2 1
4583 1

Name: ES_2, Length: 2656, dtype: object

condicion TCP=[
(pf["tipo_colegio procedencia’]
(pf["tipo_colegio procedencia’]

*publico’},
*Privado’})

1
escala_TCP=['2','1"]

Mostramos datos por clases

In [45]

: | #sb. factorplot( "CALIFICACION’, data=data_datos, kind="count”, aspect=3)
#sb. Figure(figsize=(8, &))

conteo = data_datos[’CALIFICACION'].value_counts()
plt.style.use("bnh")

plt.barh(conteo. index, conteo)

plt. show()

#plt.close( all")

Muy Bueno

Bueno

Malo

Regular

i i ' ' i '
[} 200 400 600 800 1000 1200

In [46]

: data_dstos

76



77

Figura 33 Matriz de correlacion de variables (SVM)

Matriz de correlacion de variables

In [54]: |#correlacion de las variables

import pandas as pds

import seaborn as sns

import matplotlib.pyplot as plt

data_datos_2

corr_df = data_dates_2.corr(method="pearscn’)

plt.figure(figsize=(2, &))
sns.heatmap{corr_df, annot=True)
plt.shew()

Edad - -09
Total_Creditos_Llevados
- 0.6
Total_Creditos_Desaprobados
0.3
Total_Creditos_Aprobados
Promedio_Ponderado_Anterior Ji -0.009 o
Total_Cursos_Matriculados
-0.3

Total_Cursos_Nivelacion_Matriculados

Figura 34 Seleccion de variables predichas y predictoras

Seleccionando Variables Predichas y predictoras

In [56]: X = data_over[['GEMERO',"Edad",'ES_2',
‘Tep_2'," _Creditos_Llevados',
'Total_creditos_Desaprobados®, 'Total_Creditos_aAprobades®, 'Promedic_Ponderado_anterior’,
'Total_cursos_Matriculados','Total Cursos_Nivelacion_Matriculados®]].values

In [57]: X.shape

Out[57]: (5280, 18}
Type Markdown and LaTeX: a’

In [58]: ¥ = data_over['CALIFICACION']
#vo = dota_datos["CALIFICACION"]
¥.shape

out[58]: (5280,)

In [59]: #contidod de alumnos por remdiento
datos_balanceados = Y.value_counts()

Figura 35 Balanceo de datos

Datos Balanceados

Tn [61]: conteo - datos_balanceados
plt.style.use( bmh")
plt.barh(contes. index, conteo, color ='green’)
plt.show()
#plt.close( "all”)

Malo

Muy Bueno

Regular

i i i
0 200 400 600 800 1000 1200

In [62]: from sklearn.metrics import roc_curve, auc
from sklearn import datasets
R, . Ny

= oo NP SR S




Figura 36

Modelo SVM

Modelo SVM

In [£4]: from sklearn.model_selection import GridSearchCV
from sklearn.svm import SVC

# defining parameter range

param_grid = {'C

[0.61, .1, 1],
"gamma': ['scale’, 'auto'],
‘kernel’: [‘rbf’, "linear']

}

grid = GridsearchCV(SVC(probability=True),

param_grid,
refit = True,
verbose - 3,
o = 3)

# fitting the model for grid search
grid.fit(X_trainset, y_trainset)

Fitting 3 folds for each of 12 candidates, totalling 36 fits

[cv

Figura 37

In [€9]:

In [70]:

In [71]:

In [72]:

1/3] END ...C=2.21, gamma=scale, kernel=rbf;, score=2.478 total time=

2/3] END ...C=0.81, gamma=scale, kernel=rbf;, total time=
3/3] END ...C=8.81, gamma=scale, kernel=rbf;, total time=
1/3] ganma=scale, kernel=linear;, total time=
2/3] gamma=scale, kernel-linear;, total time=
3/3] gemma=scale, kernel=lincar;, total time=
1/3] END .81, gemma=auto, kernel=rbf;, total time=
2/3] END .21, gamma=auto, kernel=rbf;, total time=
3/3] END .81, gemma=auto, kernel=rbf;, total time=
1/3] END .C=8.81, gamms=auto, kernel=linear;, total time=

2/3] END .C=0.21, gamms=suto, kernel=linear;, score=2.902 total time=

.1s
.4z
.45
.9s
.85

8
7
7
2
2
2.9s

11.5s
11.1s
12.1s

3.1s
3.0s

Resultados de las métricas del modelo SVM (Train)

Métricas del Modelo (Train)

pred = model.predict(X_trainset)

from sklearn.metrics import confusion matrix
from sklearn.metrics import classification_report

#accuracy solo es la diagonal / total
from sklearn.metrics import accuracy_score
print(’scuracy =' , sccuracy_score(y_trainset,pred))

#Recall sensibilidad
from sklearn.metrics import recall_score
print(’sensibilidsd =',recall_score(y_trainset, pred, average='macra'))

#precision
from sklearn.metrics import precision_score
print(’precision =', precision_score(y_trainset, pred, average='macro'})

#fi_score
from sklearn.metrics import fl_score
print('f1_score =',f1_score(y_trainset, pred, aversge='macro’))

acuracy = 0.2483901515151515
sensibilidad = ©8.9483799953520857
prE(iSiun = 0.9480197717653517
f1_score = ©.9481105044475954

print(classification_report(y_trainset, prad))

10 - = S TernI
i
£
#
'
0.8 - e
-
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£
;% il ‘,“
o 0.6 —94 ‘,J
[}
2 7
= [
A 1 #
&
£ ] .
g 04 - : ,’*"
= | S
1 Fd
! A" =  micro-average ROC curve {area = 1.00]
02 F : ," = =  macro-average ROC curve [area = 0.99)
1 ," ~—— ROC curve of class O [area = 1.00}
: ,’ = ROC curve of class 1 (area = 1.00)
t —— AOC curve of class  (area = 1.00)
00 - ¥ AOC curve of class 3 (area = 0,99)
0.0 0.2 0.4 0.6 10

False Positive Rate
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Figura 38 Matriz de Confusion del modelo SVM (Train)

Matriz de Confusion TRAIN

In [75]: import pandas as pds
inport seaborn as sns
inport matplotlib.pyplot as plt
inport pandas as pds

cnf _motrix= pds.crosstab(y_trainset, pred) #, rownames = ['ACTUAL'],colnames=[ 'Prediccion’])
sns.heatmap(enf_matrix, square=True, annet=True, fmt='d’, cbar=True, cmap='8lues’)
plt.xlabel('Predicted Class')

plt.ylabel('True Class')

plt.title('svM Confusion matrix (Train)')

plt.show()

. . . 1000
SVM Confusion matrix (Train)
o 12
] 800
@
65
23 600
az
[v]
o
2
£
e 400

jueno

Figura 39 Resultados de las métricas del modelo SVM (Test)

Métricas del Modelo (Test)
In [9€]: pred - model.predict(X_testset)

In [91]: #accuracy solo es La diagonal / total
from sklearn.metrics import accuracy_score
print(‘acuracy =" , accuracy_score(y_testset,pred))

#Recall sensibilidad
from sklearn.metrics import recall score
print('sensibilidsd =',recall_score(y_testset, pred, average='macro’))

#precision
from sklearn.metrics import precision score
print('precision =', precision_score(y_testset, pred, average='macro'))

#fi_score

from sklearn.metrics import f1_score

print('fl score =',f1 score(y testset, pred, average='macro'))
acuracy = @.9507575757575758

sensibilidad = ©.9505945406585422

precision = ©.9504697613013227

f1_score = 0.95050153845671536

In [92]: print(classification_report(y testset, pred))

precision  recall fl-score  support
Bueno @.96 .96 0.9 247
Malo .95 9.94 a.%4 2632
Huy Bueno @.98 1.90 @.99 275
Regular 0.92 .81 @.91 7
10 -
0.8 -
@
]
]
o 06 —4
@ 1
= ¥
z )
a !
= v
@ 0.4 -
= ¥
= L
L
[ s micro-average ROC curve (area = 1.00)
0.2 - 47 " ® macro-average ROC curve (area = 1.00)
v ,’ = ROC curve of class 0 (area = 1.00)
: f" ROC curve of class 1 (area = 1.00)
i —— ROC curve of class 2 {area = 1.00)
o0 - ROC curve of class 3 jarea = 0.99)
L L
0.0 0.2 0.4 0.6 0.8 10

False Positive Rate
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1. Accuracy (95.07%): El modelo logré una precision del 95.07%, lo que indica que mas del
95% de las predicciones realizadas fueron correctas al clasificar el rendimiento académico de
los estudiantes en las diferentes categorias. La universidad puede identificar a los estudiantes
tendran un bajo rendimiento académico. Esto permite implementar programas de apoyo como
tutorias personalizadas, asesorias psicologicas o justes en los métodos de ensefianza. Asi como
también puede impactar en la optimizacion de recursos educativos, disefio de estrategias
pedagogicas, evaluacion y mejora de planes de estudio.

2. Sensibilidad (Recall) (95.05%): Con un valor de 95.05%, esta métrica refleja la capacidad
del modelo para identificar correctamente a los estudiantes dentro de cada categoria de
rendimiento académico, garantizando que los casos relevantes sean detectados con alta eficacia.
Este nivel alto de sensibilidad impacta en la deteccion temprana y focalizada de los estudiantes
asegurando que la decisiones y estrategias implementadas sean inclusivas y efectivas.

3. Precision (Precision) (95.04%): La precision obtenida fue del 95.04%, lo que evidencia que
el modelo realiza predicciones positivas con un alto grado de confianza, minimizando los falsos
positivos en la clasificacion del rendimiento estudiantil.

4. F1-Score (95.05%): El F1-Score fue de 95.05%, lo que demuestra que el modelo equilibra
de manera efectiva la sensibilidad y la precision, optimizando su desempeiio incluso en
situaciones donde las clases pueden estar desbalanceadas

5. Curva ROC y AUC (Area bajo la curva) (1.00): El modelo alcanzé un AUC de 1.00, lo
que evidencia su capacidad sobresaliente para distinguir entre las diferentes categorias de
rendimiento académico de los estudiantes. Este resultado sugiere un alto nivel de
discriminacion entre las clases.

Figura 40 Matriz de Confusion del modelo SVM (Test)

import pandas as pds
import seaborn as sns
import matplotlib.pyplot as plt
import pandas as pds

cnf_matrix= pds.crosstab(y_testset, pred) #, rownames = [ ACTUAL'],colnames=['Prediccion”])
sns.heatmap(cnf_matrix, square=True, annot=True, fmt='d', cbar=True, cmap='Blues')
plt.xlabel('Predicted Class')

plt.ylabel(’ True Class')

plt.title{'SVM Confusion matrix (Test)')

plt.shou()

SVM Confusion matrix (Test)

Bueno

Malo

True Class

Muy Bueno

Regular

Bueno Malo Muy Bueno Regular
Predicted Class
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La matriz muestra como el modelo clasifica las instancias entre las clases:
1 Diagonal principal (valores correctos): Los numeros altos en la diagonal indican
que el modelo clasifica correctamente la mayoria de las instancias de todas las clases:

o 236 casos de la clase "Bueno" fueron clasificados correctamente.
0 247 casos de la clase "Malo" fueron clasificados correctamente.
o 275 casos de la clase "Muy Bueno" fueron clasificados correctamente.
0 246 casos de la clase "Regular" fueron clasificados correctamente.

1 Errores de clasificacion:
o Por ejemplo, 6 casos de la clase "Bueno" fueron clasificados como "Regular”,

y 14 de la clase "Regular" fueron clasificados como "Malo".

b) Redes neuronales
Figura 41 Datos de los atributos de rendimiento académico (Redes neuronales)

Mostrar Datos

In [2]: data
out[2]: ld appaterno  apmaterno nombre sexo Departamento  Provincia Distrito  Fecha_Nacimiento Edad .. anio_ingreso ciclo_academic
CESAR LEONCIO
0 1 ABAD  LINARES , o o=oso’ M HUANUCO  ~oo.i0  RUPA-RUPA 2001143 20 .. 2019
. ANGIE LEONCIO
1 2 ABAD RIVERA smemE F Huanuco  MUERRS RUPA-RUPA 19981029 23 .. 2018
LEONCIO
2 3 ABAD RIVERA JOISSHIRLEY ~ F  Huanuco “SR970  RUPARUPA 20000803 22 .. 2017
34 ABAL NIETO MARIA £ HUANUCO HUANUCO  AMARILIS 20000527 22 2019
GELENIA !
i CESAR LEONCIO
4 5 ABENDARO MEZA Lo M HUANUCO  TTELEE RUPA-RUPA 19971113 24 .. 2015
i JHORQUEENS LEONCIO
4579 4580  ZURIGA TOLENTINO vohan M Huanuco SIS RUPA-RUPA 20030316 19 .. 2013
SANTA MONICA A A . -
4580 4551 ZURITA CRUZ AMANDA M SANMARTIN  LAMAS  ZAPATERO 20001107 21 . 2020
4581 4562 ZUTA  PAREDES  SEANAKIRA  F LORETO  UCAYALI CONTAMANA 20040605 18 2021
SOON Y1 y ’ -
4582 4583 ZUTA  PAREDES wanka F LORETO  UGAYALI GONTAMANA 19960711 26 .. 2014 it
ZYANKO
4583 4584 ZUTA  PAREDES KATIUSKA  F LORETO  UGAYALI GONTAMANA 19940110 28 .. 2014 il
YVETTE
4584 rows = 26 columns
»

Figura 42 Atributos de rendimiento académico con columnas eliminadas

Eliminar Columnas
In [5]: |#se elimine 9 columnas quedadnod = 26 -2 = 17
pq = data.drop(['Id", 'appaternc’, 'apmaterna’, 'nombre’, 'Fecha Nacimiento',’codigo alumno’,

‘beneficiario_pronabec’, 'ciclo academico’,'codcurricula'], axis=1)

In [E]: pg

sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total ¢

INGENIERIA EN

LEQNCIO Centro Pre RECURSOS

o wm  huanuco 'EQNCIO pupamupa 20 soiTERo Centro Pre Publico jecuRsos 2019
RENOVABLES
. LEONCIO . Cenira Pre
1 F  nuanuco EQNOIO pupsmuPa 23 sowTeERO e Pre Pubico  GONTABILIDAD 2013
LEONCIO ; )
2 F  nuanuco ENOO pupamuRA 22 SOLTERO  Exémen Orsinario Publico  CONTABILIDAD 2017
INGENIERIA EN
3 F  HUANUCO HUANUGO  AMARILIS 22  SOLTERO  Exémen Ordinarie Publico NDUSTRIAS 2019
ALIMENTARIAS
LEONTIO Cenira Pre
4w rnuanuco EQNCIO pupamupa 24 sowTERO oo Pre Publico AGRONOMIA 2015
LEONTIO Exenerados INGENIERIA
asts w husnuco EONCI0 pupnpupa 19 soutero Brenerades Publico NGENERIA 2013
. - - . Convenios )
4580 M SANMARTIN  LAMAS ZAPATERO 21 SOLTERO Somenios Publico ZOOTECHIA 2020
INGENIERIA EN
4581 F LORETO  UCAYALI CONTAMANA 18 NaN  Exémen Ordinario Publico IEECHRSD S 2021



Figura 43 Visualizacion de datos incompletos

Visualizando datos incompletos
I In [11]: import missingno as msno

In [12]: msno.matrix(pg)

out[12]: <matplotlib.sxes._subplots.AxesSubplot st @x18a38aflcdd>

Figura 44 Visualizacion de datos limpios

Datos Limpios

In [16]: #el grafico muestra que Los datos estan completos
msno.matrix(pf)

Out[16]: <matplotlib.axes. subplots.AxesSubplot at x13a3f@c6a4d>

ﬁ‘q@‘&s&, é(y’

&
& IIIIII -

In [17]: pf.isnull().any()

Out[17]): sexo False
Departamento False
Provincia False
Distrito False
Edad False
Estado Civil False

Figura 45 Datos explorados (Cantidad de columnas)

Exploracion de datos

In [27]: |#cantidad de columnas 2656
import matplotlib.pyplot as plt
%matplotlib inline
plt.rcParams| ' figure.figsize'] = (18, 9)
plt.style.use( 'ggplot’)
Filtro_filas.hist()
plt.shou()
Edad anio_ingreso Total_Creditos_Llevados
800 500
600 200
600 -
400 o
200
200 -
200 200 -
0- g " T | o- ! " o g J 0 -, — "
20 25 30 35 a0 2010 2012 2014 2016 2018 2020 2022 0 50 100 150 200 250 300 350
Total_Creditos_Desaprobados Total_Creditos_Aprobados Promedio_Ponderado_Anterior
1250 600
1000
1000 00 -
400
750 500
500 200 400
250 200
o " . — o- 1 ’ " ’ 0- — 7 g
0 25 S0 75 100 125 150 175 o 50 00 150 200 250 25 50 75 100 125 150
Bramadin Bandaradn Final Tatal Furene Matriciladne Tatal Curene Mivalarinn Makriculadne



Figura 46

Transformacion de datos del promedio final

Transformando datos de promedio final

In [30]: | condicion_rango=[ ((pf['Promedio_Ponderado_Final'] <= 20) & (pf['Promedic_Ponderado_Final'] >= 18)),
({pF['Promedic_Ponderado_Final'] < 18) & (pf['Promedic Ponderado_Final'] >= 15)),
((pf['Promedic_Ponderado_Final'] < 15) & (pf['Promedio_Ponderada_Final'] >= 13)),
((pf['Promedic_Ponderado_Final'] < 13) & (pf['Promedio_Ponderada_Final'] >= 11)),
(pf['Promedio_Ponderado_Final'] ¢ 11) ]

escala_calificacion=['Excelente’, 'Muy Bueno', 'Bueno’,’Regular’, ‘Malo']
pf[ CALIFICACION' J=np. select (condicion_rango, escala calificacien)

In [31]: | condicion_rango=[ ((pf['Promedio_Ponderado_Final'] <= 28) & (pf['Promedic_Ponderado_Final'] >= 18)),
((pf['Promedio_Ponderado_Final'] < 18) & (pf['Promedio_Ponderada_Final'] >= 15)),
((pf['Promedio_Ponderado_Final'] < 15) & (pf[’Promedio Ponderado_Final'] >= 13)),
((pf['Promedio_Ponderado_Final'] < 13) & (pf['Promedio Ponderado_Final'] >= 11)),
(pf["Promedio_Ponderado_Final'] ¢ 11) ]

escala_calificacion-[4,3,2,1,8]
pf[ ' CALTFICACION_2"]-np.select{condicion_rango, escala_calificacion
In [32]: pf
out[22]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total_(
INGENIERIAEN
LEONCIO Cenfro Pre RECURSOS
0w  Huanuco “EONGI pupamups 20 SOLTERO oentra e Publico o Rsos 2019
RENOVABLES
LEONCIO Geniro Pre
1 F  rHuanuco ‘EONCIO pupamuPa 23 soLTERO | Ceniro Pre Pubico  CONTABILIDAD 2018
2 F Huanuco 'EONCI RupamuPA 22 SOLTERO  Exémen Ominario Pubico  CONTABILIDAD 2017
INGENIERIA EN
3 F  HUANUCO HUANUGO  AMARILS 22  SOLTERO  Exdmen Orcinario Publico INDUSTRIAS 2019

Figura 47

ALIMENTARIAS

Transformacion de datos del estado civil

Transformando datos de estado civil

In [35]: # convertir estado civil
condicion_estadociv
(pf['Estado_Civil 'SOLTERO' ),
(pf['Estado_Civil vIupo'),
(pf['Estado_Civi 'CASADO' ),
(pf['Estado_Civil *DIVORCIADO" )
1
escals_estadocivil=['1','2",'3","4"]
pf[ES 2']-np.select(condicion_estadocivil, escala_estadocivil)
In [36]: pf['ES_2']
out[36]: @ 1
1 1
2 1
3 1
4 1
4578 1
4579 1
4580 1
4582 1
4583 1
Name: ES_2, Length: 2656, dtype: object
In [37]: condicion_TCP=[

Figura 48

(pf['tipo_colegio_procedencia’] == ‘Publica’),
(pf['tipo_colegio_procedencia’] == ‘Privada’)

Visualizacion de los datos por clases

Mostramos datos por clases

In [45]:

#sb. factorplot( 'CALIFICACION”, data=data_datos, kind="count”, aspect=3)
#sb. figure(figsize=(8, 6))

conteo = data_datos['CALIFICACION'].value_counts()
plt.style.use("buh")

plt.barh(conteo. index, conteo)

plt.shou()

#plt.close('all”)

Muy Bueno

Bueno

Malo

Regular

L L L L L L
1] 200 400 600 800 1000 1200

In [46]:

data_dstos
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Figura 49 Matriz de correlacion de variables (Redes neuronales)

Matriz de correlacion de variables

In [54]: #correlacion de las variables

import pandas as pds

import seaborn as sns

import matplotlib.pyplot as plt

data_dstos_2

corr_df = data_dstos_2.corr(method="pearsan’)

plt.figure(figsize=(8, 6))
sns.heatmap(corr_df, annot=True)
plt.shou()

Edad - - 09

Total_Creditos_Llevados
- 0.6

Total_Creditos_Desaprobados
- 0.3

Total_Creditos_Aprobados
Promedio_Ponderado_Anterior 0o

Total_Cursos_Matriculados L 3 x 0.056 -0.098

Figura 50 Seleccion de variables predichas y predictoras

Seleccionando Variables Predichas y predictoras

In [56]: |X = data_over[['GENERO','Edad','ES_2",
'TCP_2','Total Creditos_Llevados’,
"Total_Creditos_Desaprobados’, Total Creditos_Aprobados’, Promedio_Ponderado_Anterior®,
"Total Cursos_Matriculados’,'Total Cursos_Nivelacion Matriculados']].values

In [57]: X.shape

Qut[57]: (5280, 1@)
Type Markdown and LaTeX: a?

In [58]: Y = data over['CALIFICACION 2'].values
#ya = data_datos["CALIFICACION"]
Y.shape

out[s8]: (5288,)

In [59]: | #cantidad de alumnos por rendiento
datos_balanceados = data_over['CALIFICACION'].value_counts()

In [60]: plt.rcParams['figure.figsize'] = (6, 4)

Figura 51 Balanceo de datos

Datos Balanceados

In [61]: conteo - datos_balanceados
plt.style.use( bmn")
plt.barh(conteo. index, conteo, color ="green’)
plt.show()
#plt.close( all’)

Muy Bueno

Bueno

Regular

i i i ' i i
0 200 400 600 800 1000 1200

In [62]): from sklearn.metrics import roc_curve, auc
from sklearn import datasets
from sklearn.multiclass import OneVsRestClassifier
from sklearn.svm import LinearSVC

84



Figura 52 Modelo Redes neuronales

Modelo Redes Neuronales

In [65]: import tensorflow as tf
from tensorflow.keras.models import Sequential
from tensorflow.keras. layers import Dense, Dropout

In [68]: y_trainset = tf.keras.utils.to_categorical(y_trainset, 4)
y_testset = tf.keras.utils.to categorical(y_testsetr, 4)

In [67]: model = Sequential()
model.add(Dense(units=32, activation='relu’, input_dim=12))
model.add(Dense(units=16, activation="relu'})
model.add(Dense(units=8, activation="relu’))
model.add(Dropout(@.2))
model.add(Dense(units=4, activation='softmax'))
model. summary ()

Model: "sequential"

Layer (type) Output Shape Param #
dense (Dense) (None, 32) 352
dense_1 (Dense) (Hone, 16) 528
dense_2 (Dense) (Hone, 8) 136
dropout (Dropout) (Hone, &) 0
dense 3 (Dense) (None, 4) 36

Total params: 1,852
Trainable params: 1,852

Figura 53 Resultados de las métricas del modelo Redes neuronales (Train)

Métricas del Modelo (Train)

In [78]: predictions = model.predict(X_trainset)

In [71]: y_pred - np.argmax(predictions, axis=1)
y_real = np.argmax(y_trainset, axis=1)

In [72]: from sklearn.metrics import confusion matrix
from sklearn.metrics import classification_report

In [73]: |#accuracy sole es la diagonal / total
from sklearn.metrics import accuracy score
print(‘acuracy =' , accuracy _score(y real, y pred)}

#Recall sensibilidad
from sklearn.metrics import recall_score
print(’sensibilided =',recall_score(y_real, y_pred, average='macro’))

#precision
from sklearn.metrics import precision_score
print(‘precision =', precision_score(y_real, y_pred, average='macra'})

#Fi_score
from sklearn.metrics import fl_score
print('f1_score =',f1_score(y_real, y_pred, average='macro’))

acuracy = @.9285@37378737878
sensibilidad = B.9285627375595942
precizion = ©.9287785132769073
fl_score = ©.9283379741929216
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Figura 54 Matriz de Confusion del modelo Redes neuronales (Train)

Matriz de Confusion TRAIN

In [77]: import pandas as pds
import seaborn as sns
import matplotlib.pyplot as plt
import pandas as pds

enf_matrix- pds.crosstab(y_real, y_pred) # rownames = ['ACTUAL'], colnames=[Prediccion’])
sns.hestmap(cnf_matrix, square=True, annot=True, fmt='d’, cbar=True, cmap='Blues’)
plt.xlabel('Predicted Class')

plt.ylabel (' True C

plt.title( Neural Network Confusion matrix (Train)')
plt.show()

Neural Network Confusion matrix (Train) 1000

True Class

Figura 55 Resultados de las métricas del modelo Redes neuronales (Test)

Métricas del Modelo (Test)

In [87]: predictions = model.predict(X_testset)

In [88]: y_pred = np.argmax(predictions, axis=1)
Y_real = np.argmax(y_testset, axis=1)

In [89]: #accuracy solo es La diagonal / total
from sklearn.metrics import accuracy_score
print(‘acuracy =' , accuracy score(y real, y pred))

#fecall sensibilidad
from sklearn.metrics import recall_score
print(’sensibilidad =',recall_score(y_real, y_pred, average='macro'))

#precision
from sklearn.metrics import precision_score
print(’precision =', precision_score(y_real, y_pred, average='macro'))

#fi_score
from sklearn.metrics import f1_score
print('f1_score =*,f1_score(y_resl, y_pred, average='macra’))

acuracy = 0.853219696969697
sensibilidad = ©.8493822326993595
precision = ©.8631613897119924
f1l_score = 0.34926114416440382

In [98]: print(classification_report(y_real, y_pred))
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False Positive Rate
1. Accuracy (85.53%): El modelo logrd una precision del 85.30%, lo que indica que mas del
85% de las predicciones realizadas fueron correctas al clasificar el rendimiento académico de
los estudiantes en las diferentes categorias. La universidad puede identificar a los estudiantes
tendran un bajo rendimiento académico. Esto permite implementar programas de apoyo como

tutorias personalizadas, asesorias psicologicas o justes en los métodos de ensefianza. Asi como
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también puede impactar en la optimizacion de recursos educativos, disefio de estrategias

pedagogicas, evaluacion y mejora de planes de estudio.

2. Sensibilidad (Recall) (84.93%): Con un valor de 84.93%, esta métrica refleja la capacidad
del modelo para identificar correctamente a los estudiantes dentro de cada categoria de
rendimiento académico, garantizando que los casos relevantes sean detectados con alta eficacia.
Este nivel alto de sensibilidad impacta en la deteccion temprana y focalizada de los estudiantes

asegurando que las decisiones y estrategias implementadas sean inclusivas y efectivas.

3. Precision (Precision) (86.31%): La precision obtenida fue del 86.31%, lo que evidencia
que el modelo realiza predicciones positivas con un alto grado de confianza, minimizando los

falsos positivos en la clasificacion del rendimiento estudiantil.

4. F1-Score (84.92%): El F1-Score fue de 84.92%, lo que demuestra que el modelo equilibra
de manera efectiva la sensibilidad y la precision, optimizando su desempefio incluso en

situaciones donde las clases pueden estar desbalanceadas

5. Curva ROC y AUC (Area bajo la curva) (0.97): El modelo alcanzé un AUC de 0.97, lo
que evidencia su capacidad sobresaliente para distinguir entre las diferentes categorias de
rendimiento académico de los estudiantes. Este resultado sugiere un alto nivel de
discriminacion entre las clases.

Figura 56 Matriz de Confusion del modelo Redes neuronales (Test)

import pandas as pds
ifipart seaborn as sns
import matpletlib.pyplet as plt
import pandas as pds

cnf_matrix= pds.crosstab(y_real, y_pred) #, rownomes = ['ACTUAL' ], colnames={ "Prediccion'])
sns.heatmap(cnf_matrix, square=True, annot=True, fmt='d’, cbar=True, cmap='Blues’)
plt.xlabel( Predicted Class™)

plt.ylabel( True Class')

plt.title( Neural Network Confusion matrix (Test)")

plt.show()
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Leyenda: Muy bueno =3, Bueno = 2, Regular = 1, Malo=0
La matriz muestra cdmo el modelo clasifica las instancias entre las clases:
1 Diagonal principal (valores correctos): Los numeros altos en la diagonal indican
que el modelo clasifica correctamente la mayoria de las instancias de todas las clases:
0 254 casos de la clase "Bueno" fueron clasificados correctamente.
o 161 casos de la clase "Malo" fueron clasificados correctamente.
o 220 casos de la clase "Muy Bueno" fueron clasificados correctamente.
0 259 casos de la clase "Regular" fueron clasificados correctamente.
1 Errores de clasificacion:
o Por ejemplo, 21 casos de la clase "Bueno" fueron clasificados como "Malo", y
4 de la clase "Regular" fueron clasificados como "Muy Bueno".
¢) Arboles de decisién

Figura 57 Datos de los atributos de rendimiento académico (Arbol de decision)

Mostrar Datos

In [2]: data
out[2]: Id appaterno  apmaterno nombre sexo Departamento Provincia Distrito Fecha_Nacimiento Edad .. anic_ingreso ciclo_academict
CESAR LEONCIO
[ ABAD  UNARES . SSSAR M huanuco  “EDNCO RuPaRUPA 20011113 20 .. 2019
. ANGIE : LEONCIO
1 2 ABAD  RIVERA o F ruanuco “ESNOS Rupanupa 19931020 23 2018
LEONCIO
2 3 ABAD  RIVERA JOISSHRLEY  F  Huanuco “S0NO0  RuParuPa 20000803 22 .. 2017
3 4 ABAL NIETO MARIA £ HUANUCO HUANUCO  AMARILIS 20000527 22 2018
CELENIA 7
i CESAR LEONCIO
4 5 ABENDAO MEZE L CESER M Huanuco 'ERMCIO RupaRuPA 19971113 24 .. 2015
» JHORQUEENS LEONCIO
4579 4580 ZURIGA TOLENTINO voran M Huanuco 'EOMOO RupaRuPA 20030316 19 .. 2013
SANTA MONICA A MARTIH . -
4580 4581 ZURITA padfe AONCR M SANMARTIN  LAMAS  ZAPATERO 2000-11-07 21 2020
4581 452 ZUTA  PAREDES SEANAKIRA  F LORETO  UCAYALI CONTAMANA 20060605 18 .. 2021
4582 4583 ZUTA  PAREDES e F LORETO  UGAYALI CONTAMANA 1995.07-11 26 2014 u
ZYANKO
4583 4584 ZUTA PAREDES  KATIUSKA  F LORETO  UGAYALI GONTAMANA 19940110 28 .. 2014 n
YVETTE
4584 rows = 26 columns
»

Figura 58 Atributos de rendimiento académico con columnas eliminadas

Eliminar Columnas

In [5]: #se elimino 9 columnas quedadnod = 26 -9 = 17

cimiento’, " codigo_alumno’,

pa = dsts.drop([
b curricula’], sxis-1)

In [6]: pq
out[6]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total ¢
INGENIERIAEN
LEONCIO Centro Pre RECURSOS
0 ] HUANUCO PRADO RUPA-RUPA 20 SOLTERO Universitario Publico NATURALES 2019
RENOVABLES
" LEONCIO A Centro Pre .
1 F Huanuco 'ENTE RuPARUPA 23 SOLTERO e Publicc  CONTAEILIDAD 2018
LEONCIO o .
2 F Huanuco EONTC RUPARUPA 22 SOLTERO  Eximen Ordinario Publicc  CONTABILIDAD 2017
INGENIERIA EN
3 F HUANUCO HUANUCO AMARILIS 2 SOLTERC Examen Ordinario Publico INDUSTRIAS 2018
ALIMENTARIAS
LEONCIO Centro Pre
4 M HUANUCO PRADO RUPA-RUPA 249 SOLTERC Universitario Publico AGRONOMIA 2015
LEONCIO Exonerados INGENIERIA
4579 ] HUANUCO PRADO RUPA-RUPA 13 SOLTERC Primeros Puestos Publico AMBIENTAL 2013
. . i . Convenias
4580 M SAN MARTIN LAMAS ZAPATERO 21 SOLTERC Especiales Publico ZOOTECHNIA 2020

INGENIERIAEN
4581 F LORETO  UCAYALI CONTAMAMNA 18 NaM Examen Ordinario Publico .'.EE ?EE 2021



Figura 59 Visualizacion de datos incompletos

Visualizando datos incompletos
I In [11]: import missingno as msno

In [12]: msno.mstrix(pq)

Qut[12]: <matplotlib.axes._subplots.AxesSubplot at @x1fd23a52148>

Figura 60 Visualizacion de datos limpios

Datos Limpios

In [16]: #el grafico muestra que los datos estan completos
msno.matrix(pf)

Out[16]: <matplotlib.axes._subplots.AxesSubplot at @x1fd2a@35463>

1

In [17]: pf.isnull().any()

ut[17]: sexo False
Departamento False
Provincia False
Distrito False
Edad False

False

Figura 61 Datos explorados (Cantidad de columnas)

Exploracion de datos

In [27]: |#contidad de columnas 2656
import matplotlib.pyplot as plt
Ematplotlib inline
plt.rcParams[ ' figure. figsize'] = (16, 3)
plt.style.use( ggplot')
filtro_filas.hist()
plt. show()
Edad anio_ingreso Total_Creditos_Llevados
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Figura 62 Transformacion de datos del promedio final

Transformando datos de promedio final

In [32]: condicion_rango=[ ((pf['Promedio_Ponderado_Final'] <= 20) & (pf[’Promedio_Ponderade_Final'] »= 18)),
((PF['Promedia_Ponderado_Final'] < 18) & (pf['Promedio_Panderado_Final'] >= 15)),
((pF[*Promedio_Ponderado_Final'] < 15) & (pf['Promedia_Pondersda_Final'] »>= 13)),

((pF[ *Promedio_Ponderado_Final'] < 13) & (pf[‘Promedio_Pondersda_Final'] >= 11)),
(pF["Promedio_Ponderado_Finsl'] < 11) ]

escala_calificacion=[ 'Excelents’, ‘Muy Busno','Busno’, Regular’, 'Malo']

pf[ ' CALIFICACION® ]=np. select (condicion_rango, escals calificacion)

In [31]: condicion_rango=[ ((pf['Promedio_Ponderado_Final'] <= 26) & (pf[Promedio_Ponderado_Final'] >= 18)),

((pF[‘Promedio_Ponderado_Final'] < 18) & (pf['Promedio_Ponderade_Final'] >= 15)),
((pF[ *Promedio_Ponderado_Final'] < 15) & (pf['Promedia_Pondersda_Final'] »>= 13)),
((pf[ *Promedio_Ponderado_Final'] < 13) & (pf['Promedia_Pondersda_Final'] »>= 11)),
(pF["Promedio_Ponderado_Finsl'] < 11) ]
escala_calificacion=[5,4,3,2,1]
pf['CALIFICACION 2' J-np.select(condicion_rango, escala_calificacion)
In [32]: pf
out[32]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total_(
INGENIERIAEN
LEONCIO Centro Pre RECURSOS
v ow Huanuco “EONCE RuPaRUPA 20 soLTERD oentre bre Publico i 2019
RENOVABLES
LEOHCIO Centro Pre
1 F  nuanuco EQNGI pupamuPa 23 soutero o e Pupico  CONTABILIDAD 2013
2z F nuanuco “EONCD RUPARUPA 22 SOLTERO  Eximen Ordinario Pubico  GONTABILIDAD 2017
INGENIERIAEN
3 F  HUANUCO HUANUCO  AMARIUS 22  SOLTERO  Exémen Ordinario Publico INDUSTRIAS 2019
ALIMENTARIAS

Figura 63 Transformacion de datos del estado civil

Transformando datos de estado civil

In [35]: # convertir estado civil
condicion_sstadocivil=[
(pf["Estado_Civil'] "SOLTERD"),
(PF['Estado_Civil'] == 'VIUDO'),
(pf[Estado_Civil'] == "CASADO"),
(pf["Estado_Civil'] 'DIVORCIADO")
]
escala_estadocivil=['1",'2","3",'4"]
pf["ES_2']=np.select(condicion_estadocivil, escala_estadocivil)
In [36]: pf['ES 2']
out[36]: @ 1
1 1
2 1
3 1
4 1
as78 1
4579 1
asse 1
ass2 1
4583 1
Name: ES_2, Length: 2656, dtype: object
In [37]: condicion_TCP=[

Figura 64

(pf['tipo_colegio_procedencia']
(pf["tipo_colegio_procedenciz’]

*Publico’},
*Privado’)

Visualizacion de los datos por clases

Mostramos datos por clases

In [45]:

#sb. factorplot( 'CALIFICACION ', data=data_dotos, kind="count”, aspect=3)
#sb. figure(figsize=(8, &)

conteo = data_datos['CALIFICACION'].value_counts()
plt.style.use("bmh")

plt.barh({conteo. index, contea)

plt.show()

#plt.close( all")

Muy Bueno

Bueno

Malo

Reqular

i ' L L ' L
[+] 200 400 600 800 1000 1200

In [46]: data_datos

90



Figura 65 Matriz de correlacion de variables (Arbol de decision)

In [54]:

Figura 66
In [56]:

In [57]:

out[57]:

In [60]:

Figura 67

In [61]:

In [62]:

Matriz de correlacién de variables

#correlacion de los variables
import pandas as pds

import seaborn as sns

import matplotlib.pyplot as plt

data_datos_2

corr_df = data_dates_2.corr(method="pearson’)
plt.figure(figsize=(3, 6))
=ns.heatmap(corr_df, snnot=True)

plt.shou()

Edad -

Total_Creditos_Llevados
Total_Creditos_Desaprobados . ). 0.081
Total_Creditos_Aprobados
Promedio_Ponderado_Anterior

Total_Cursos_Matriculados

Seleccion de variables predichas y predictoras

Seleccionando Variables Predichas y predictoras

X = data_over[['GENERO','Edad’, ES_2°,
'TCP_2°,'Total Creditos Llevados',
"Total Creditos Desaprobados’,'Total Creditos Aprobados’,'Promedio_Ponderade Anterior’,
"Total Cursos_Matriculados', Total Cursos_Nivelacion Matriculados']].values

X.shape

(s28@, 18)

Type Markdown and LaTeX: a”

: ¥ = data_over['CALIFICACION']

#ya = data_datos[ "CALIFICACION"]
Y. shape

(5282,)

: #cantidad de alumnos por rendiento

datos_balanceados = Y.value_counts()

plt.rcParams['figure.figsize'] = (6, 4)

Balanceo de datos

Datos Balanceados

conteo - datos_balanceados
plt.style.use( bmh")
plt.barh(contzo. index, conteo, color ='green’)
plt.shaw()

#plt.close('all")

Malo

Muy Bueno

Buena

Regular

i I i L i i
200 400 600 800 1000 1200

o

from sklearn.metrics import roc_curve, auc
from sklearn import datasets

from sklearn.multiclass import OneVsRestClassifier
from skl i t Li SVC

- 09

- 0.6

|- 0.3

0.0
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Figura 68 Modelo Arbol de decision

Modelo Arbol de Decisién

In [84]: from sklearn.model_selection import GridSearchCV
# defining parameter range
param_grid = {
‘max_depth’: [2, 4, 5, None],
‘max_features’: [auto’,'sqrt’, 'log2’, None],
‘min_samples_leaf': [1, 5, 18],
‘criterion': ['gini’, 'entropy'],
‘splitter': ['best’, 'random’]

1

grid = GridSearchCV(DecisionTreeClassifier(),
param_grid,
refit = True,
verbose = 3,
o = 3)

# Fitting the model for grid search
grid.fit(X_trainset, y_trainset)

92

Fitting 3 folds for each of 192 candidates, totalling 576 fits

[CV 1/3] END criterion=gini, max_depth=2, max_features=auto,
a5
[ov 2/3]
s
[V 3/3]
o5

END criterion=gini, max_depth=2, max_features=auto,

END criterion=gini, max_depth=2, max_features=auto,

END criterion=gini, max_depth=2, max_features=suto,
[V 2/3]
8.8s

[ev 3/3]

END criterion=gini, max_depth=2, max_features=auto,

END criterion=gini, max_depth=2, max_features=suto,

Figura 69

Métricas del Modelo (Train)

In [69]: pred = model.predict(X_trainset)

In [78]: from sklearn.metrics import confusion matrix

from sklearn.metrics import classification report
In [71]: #accuracy sole es La diagonal / total
from sklearn.metrics import accuracy_score
print(’acuracy =’ , accuracy_score(y_trainset,pred))

#Recall sensibilidad
from sklearn.metrics import recall score

min_samples_leaf=1,
min_samples_leaf=1,
min_samples_leaf=1,
min_samples_leaf=1,
min_samples_leaf=1,

min_samples_leaf=1,

print('sensibilidad =',recall score(y_trainset, pred, average='macro'))

#precision
from sklearn.metrics import precision_score
print(’precision ='

#fi_score
from sklearn.metrics import f1_score

. precision_score(y_trainset, pred, aversge='macro’))

print(*f1_score =',f1_score(y_trainset, pred, average='macro'})

scuracy = ©.96875
sensibilidad = 0.9688374230740072
precision = 0.9688600348550709
f1_score = 0.9687980623371475

In [72]: print(classification_report(y_trainset, pred))
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Resultados de las métricas del modelo Arbol de decision (Train)

00}



93

Figura 70 Matriz de Confusion del modelo Arbol de decision (Train)
Matriz de Confusion TRAIN

In [75]: dmport pandas as pds
inport seaborn as sns

inport pandas as pds

plt.ylabel('True C
plt.title( Decisio
plt.show()

Bueno

Malo

True Class

luy Bueno

inport matplotlib.pyplot as plt

b

Decision tree Confusion matrix (Train)

cnf_matrix= pds.crosstab(y_trainset, pred) #, rewnames = ['ACTUAL'], colnames=[ "Prediccion’])

sns.heatmap(cnf_matrix, square=True, annot=True, fmt="d', cbar=True, cmap='Blues’)

plt.xlabel('Predicted Class
s%)

tree Confusion matrix (Train)')

1000

Figura 71 Resultados de las métricas del modelo Arbol de decisién (Test)

Métricas del Modelo (Test)

In [99]: pred - model.predict(x_testset)

In [81]: #accuracy solo es la diagonal / total

from sklearn.metrics import accuracy score
print(‘acuracy =" , sccuracy_score(y_testset,pred))

#Recall sensibilidad

from sklearn.metrics import recall score
print(’sensibilidad =',recall_scors(y_testset, pred, average='macro'))

#precision

from sklearn.metrics import precision score
print('precision =, precision_score(y_testset, pred, average='macro’))

#fi_score

from sklearn.metrics import f1 score

print(*f1_score =',1 score(y_testset, pred, average='macro'))

acuracy = 0.9659290999092909
sensibilidad = ©.9654614795559141

precision = ©.9660428273517562
fl_score = ©.9657122663800503

In [2]: print(classification_report(y_testset, pred))

precision
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1. Accuracy (96.59%): El modelo logrd una precision del 96.59%, lo que indica que mas del

96% de las predicciones realizadas fueron correctas al clasificar el rendimiento académico de

los estudiantes en las diferentes categorias. La universidad puede identificar a los estudiantes

tendran un bajo rendimiento académico. Esto permite implementar programas de apoyo como
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tutorias personalizadas, asesorias psicoldgicas o justes en los métodos de ensefianza. Asi como
también puede impactar en la optimizacion de recursos educativos, disefio de estrategias

pedagogicas, evaluacion y mejora de planes de estudio.

2. Sensibilidad (Recall) (96.54%): Con un valor de 96.54%, esta métrica refleja la capacidad
del modelo para identificar correctamente a los estudiantes dentro de cada categoria de
rendimiento académico, garantizando que los casos relevantes sean detectados con alta eficacia.
Este nivel alto de sensibilidad impacta en la deteccion temprana y focalizada de los estudiantes

asegurando que las decisiones y estrategias implementadas sean inclusivas y efectivas.

3. Precision (Precision) (96.60%): La precision obtenida fue del 96.60%, lo que evidencia
que el modelo realiza predicciones positivas con un alto grado de confianza, minimizando los

falsos positivos en la clasificacion del rendimiento estudiantil.

4. F1-Score (96.57%): El F1-Score fue de 96.57%, lo que demuestra que el modelo equilibra
de manera efectiva la sensibilidad y la precision, optimizando su desempeiio incluso en

situaciones donde las clases pueden estar desbalanceadas

5. Curva ROC y AUC (Area bajo la curva) (0.99): El modelo alcanzo un AUC de 0.99, lo
que evidencia su capacidad sobresaliente para distinguir entre las diferentes categorias de
rendimiento académico de los estudiantes. Este resultado sugiere un alto nivel de
discriminacion entre las clases.

Figura 72 Matriz de Confusion del modelo Arbol de decisién (Test)

import pandas as pds
import seaborn as sns
import matplotlib.pyplot as plt
import pandas as pds

cnf_matrix= pds.crosstab(y_testset, pred) # rownames = ['ACTUAL '], colnomes=[ "Prediccion ']}
sns.heatmap{cnf_matrix, square=True, annot=True, fmt='d", char=True, cmap='Eluss'}
plt.xlabel( 'Predicted Class')

plt.ylabel('True Class'}

plt.title( 'Decision tree Confusicn matrix (Test)')

plt.show()

Decision tree Confusion matrix (Test)

Bueno

Malo

True Class

Muy Bueno

Regular

Malo Muy Bueno Regular
Predicted Class

=]
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La matriz muestra como el modelo clasifica las instancias entre las clases:
1 Diagonal principal (valores correctos): Los numeros altos en la diagonal indican
que el modelo clasifica correctamente la mayoria de las instancias de todas las clases:

o 235 casos de la clase "Bueno" fueron clasificados correctamente.
0 254 casos de la clase "Malo" fueron clasificados correctamente.
o 275 casos de la clase "Muy Bueno" fueron clasificados correctamente.
0 256 casos de la clase "Regular" fueron clasificados correctamente.

1 Errores de clasificacion:
o Por ejemplo, 11 casos de la clase "Bueno" fueron clasificados como "Regular",

y 7 de la clase "Regular" fueron clasificados como "Malo".

d) Redes Bayesianas

Figura 73 Datos de los atributos de rendimiento académico (Redes bayesianas)

Mostrar Datos

In [2]: data
out[2]: Id  appaterno  apmaterno nombre sexc Departamento  Provincia Distrito Fecha_Nacimiento Edad ... anio_ingreso ciclo_academict
CESAR LEONCIO
o 1 ABAD  UNARES . SESAR wm huanvco  'ESNOO RupaRuRA 0001113 20 . 2019
. ANGIE LEONCIO
12 ABAD  RIVER® sRIEE F huanuco  'EENSE RupsAuRs 19981029 23 2018
2 3 ABAD  RIVERA JOISSHRLEY F  Huanuco “EONCIO pyps pups 20000503 22 2017
PRADO 03
3 s ABAL METO MARIA £ HUANUCO HUANUCO  AVARILIS 20000527 22 2019
b CELENIA o et -
i CESAR LEONGIO
4 5 ABENDAMIO uEza L CEEAR wm wuawuco  ESNOS RupaRuPa 19971113 24 2015
» JHORQUEENS LEONCIO
4579 4580 ZURIGA TOLENTINO oran M Huanuco  'ESMSO RupsAuRa 20030316 19 2013
SANTA MONICA R . .
4580 4s81  ZURITA yariiie MWD M SANMARTIN  LAMAS  ZAPATERO 0001107 21 . 2020
1581 ass2 ZUTA  PAREDES SEANAKRA  F LORETO  UGAYALI CONTAMANA 20040805 18 2021
SOON Y1
582 4563 ZUTA  PAREDES ks F LORETO  UGAYALI GONTAMANA 19960711 26 . 2014 "
ZYANKO
4583 4584 ZUTA  PAREDES  KATIUSKA  F LORETO  UGAYALI CONTAMANA 19940110 28 2018 1
YVETTE
4584 rows x 26 columns
»

Figura 74 Atributos de rendimiento académico con columnas eliminadas

Eliminar Columnas

In [S]: |#se elimino 9 columnas quedadnod = 26 -9 = 17

imiento’,'codigo_alumno’,

pg = data.drop([
b urricula’], axis-1)

In [6]: pq
Out[&]: sexo Departamento Provincia Distrito Edad Estado_Civil modalidad_ingreso tipa_colegio_procedencia escuela_profesinal anio_ingreso Total_C
INGENIERIA EN
LEONCIO Centro Pre RECURSOS
0 M HUANUCO PRADO RUPA-RUPA 20 SOLTERC Universitario Publico MATURALES 2019
RENOVABLES
. LEONCIO . Centro Pre
1 F HUANUCO PRADO RUPA-RUPA 23 SOLTERC Universitario Publico CONTABILIDAD 2018
LEONCIO N
2 F HUANUCO PRADO RUPA-RUPA 22 SOLTERC Examen Ordinario Publico CONTABILIDAD 2017
INGEMIERIA EN
3 F HUANUCO HUANUCO AMARILIS 2 SOLTERC Examen Ordinario Publico INDUSTRIAS 2019
ALIMENTARIAS
LEONCIO Centro Pre
4 M HUANUCO PRADO RUPA-RUPA 24 SOLTERC Universitario Publico AGRONOMIA 2015
LEONCIO Exonerados . INGENIERIA
4579 M HUANUGO BRADO RUPA-RUPA 19 SOLTERO Primeros Puestos. Publico AMBIENTAL 2013
N N " Convenios .
4580 M SAN MARTIN LAMAS ZAPATERO 21 SOLTERO Especiales Publico ZOOTECHIA 2020

INGENIERIAEN
q RECURSOS
481 F LORETO  UCAYALI CONTAMANA 18 NaN  Eximen Orcinaric Publico GRS 2021



Figura 75 Visualizacion de datos incompletos

Visualizando datos incompletos
I In [11]: import missingno as msno

In [12]: msno.mstrix(pq)

Out[12]: <matplotlib.axes._subplots.AxesSubplot st ©x2e651db5108>

Figura 76 Visualizacion de datos limpios

Datos Limpios

In [16]: |#el grafico muestra que Los datos estan completos
msno.matrix(pf)

¢ <matplotlib.axes. subplots.AxesSubplot st @x2e6583=6188>
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In [17]: | pf.isnull().any()

& R &
& 3 ¢ & 8 & &

S E e T A N P K
& r A i
Al & & E S e

L

0ut[17]: sexo False
Departamento False
Provincia False
Distrito False
Edad False
Estado_Civil False

Figura 77 Datos explorados (Cantidad de columnas)

Exploracion de datos

In [27]: #cantidad de columnas 2656

import mstplotlib.pyplot as plt
smatplotlib inline

plt.rcParams[ ‘figure.figsize'] = (16, 9)
plt.style.use('ggplot')

filtro_filas.hist()

plt.shou()
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Figura 78 Transformacion de datos del promedio final

Transformando datos de promedio final

In [30]:  condicion rango=[ ((pf['Promedio Ponderado Final'] <= 28) & (pf['Promedio_Ponderade Final'] »= 18)),
((pf['Promedio Ponderado_Final'] ¢ 18) & (pf['Promedio Ponderado Final'] »= 15)),
((pf['Promedio_Ponderado_Final'] ¢ 15) & (pf['Promedio_Ponderado Final'] »= 13)),
((pf['Promedio Ponderado Final'] ¢ 13) & (pf['Promedio_Ponderado Final'] »= 11)),
(pf[’Promedio_Ponderado_Final'] < 11) ]

escala_calificacion=["Excelente’, 'Muy Bueno','Bueno', 'Regular’, 'Malo']
pF[ " CALIFICACION' J=np.select(condicion_rango, escala calificacion)

In [31]:  condicion rango=[ ((pf['Promedio Ponderado Final'] <= 28) & (pf['Promedio_Ponderado Final'] »= 18)),
((pf['Promedio Ponderado_Final'] « 18) & (pf['Promedio Ponderado Final'] »= 15)),
((pf['Promedio Ponderado_Final'] < 15) & (pf['Promedio_Ponderado Final'] »= 13)),
((pf['Promedio Ponderado Final'] < 13) & (pf['Promedio Ponderado Final'] »= 11)),
(pf['Promedio_Ponderads_Final'] < 11) ]
escala_calificacion=[5,4,3,2,1]
pF[ CALIFICACION 2']=np.select(condicion_rango, escala_calificacion)

In [32]: pf
Out[32]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso fipo_colegio_procedencia escuela_profesinal anio_ingreso  Total_C
INGENIERIAEN
LEONCIO Ceniro Pre . RECURS0S
o u Husnuco “EOMOIO qupanuea 20 souTERo JCeniraPre Publico RECURSOS 2013
RENOVABLES
LEONCIO Centro Pre
1 F HUANUCO PRADO RUPA-RUPA 23 SOLTERO Universitario Publico CONTABILIDAD 2018
2 F  rusnuco EONOIS AuPARUPA 22 SOLTERC  Exmen Ordinario Pubico  CONTABILIDAD 2017
INGENIERIAEN
3 F HUANUCO HUANUCO AMARILIS 22 SOLTERO Examen Ordinario Publico INDUSTRIAS 2019

Figura 79 Transformacion de datos del estado civil

Transformando datos de estado civil

In [35]: # convertir estado civil

(pf["Estado_Civil'] == 'SOLTERO'),
(pf["Estado_Civil']
(pf["Estado_Civil']
(pf['Estado_Civil'] == 'DIVORCIADO')

1
escala_estadocivil=['1',"2','3","4"]
pf['ES_2"]=np.select(condicion_estadocivil, escals estadocivil)

In [36]: pf['ES 2']

out[36]: @ 1
1 1
2 1
3 1
2 1
4578 1
4579 1
asse 1
4582 1
4583 1

Name: ES_2, Length: 2656, dtype: object

In [37]: condicion_TCP=[
(pf["tipo_colegio_procedencia’] =
(pf["tipo_colegio_procedencia’]

‘Publica'),
*Privada’)

Figura 80 Visualizacion de los datos por clases

Mostramos datos por clases

In [45]:  #sb.factorplot( 'CALIFICACION',data=data_datos, kind="count”, aspect=3)
#sb. Figure(figsize=(8, 6))

conteo = data_datos[ ' CALIFICACION'].value_counts()
plt.style.use("bnh")

plt.barh(conteo. index, conteo)

plt.shon()

#plLt.close('all’)

Muy Bueno

Bueno

Malo

Regular

' ' A i i
[} 200 400 600 800 1000 1200

In [46]): data_datos
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Figura 81 Matriz de correlacion de variables (Arbol de decision)

Matriz de correlacion de variables

In [54]: |#correlacion de Las variables

import pandas as pds
import seaborn as sns

import matplotlib.pyplot as plt

data_datos_2

corr_df = data_datos_2.corr(method="pearson")

plt.figure(figsize=(8, 6))
sns.heatmap(corr_df, annot=True)

plt.shou()
Edad - - 09
Total_Creditos_Llevados ). . ! -0.009

- 0.6

Total_Creditos_Desaprobados . 3 0.081
|- 0.3

Total_Creditos_Aprobados

Promedio_Ponderado_Anterior 00

Total_Cursos_Matriculados

Figura 82 Seleccion de variables predichas y predictoras

Seleccionando Variables Predichas y predictoras

In [56]: X = dats_over[['GENERO', Edad’,'ES 2,
'TCP_2', 'Total Creditos_Llevados®,
*Total Creditos Desaprobados®,'Total Creditos Aprobados’,’Promedio Ponderade_Anterior®,
*Total_Cursos_Matriculados','Total Cursos Mivelacion Matriculados']].values

In [57]: X.shape

Out[57]: (5288, 18)
Type Markdown and LaTeX: a”

In [58]: Y = data_over[ CALIFICACTON']
#ya = dota_datos[ "CALIFICACION"]
¥.shape

out[s8]: (5288,)

In [59]: #cantidad de alumnos por rendiento
datos_bslanceados - ¥.value_counts()

In [60]: plt.rcParams['figure.figsize'] = (8, 4)

Figura 83 Balanceo de datos

Datos Balanceados

In [61]:  conteo = datos balanceados
plt.style.use( bmh")
plt.barh(conteo. index, conteo, color ='green')
plt.show()
#plLt.close(all")

Muy Bueno

Bueno

Regular

i i ' i '
[} 200 400 600 800 1000 1200

In [62]: from sklearn.metrics import roc_curve, auc
from sklearn import datasets
from sklearn.multiclass import OnevsRestClassifier
From sklearn.svm import Linearsve




Figura 84 Modelo Redes bayesianas

In [64]:

Modelo Redes Bayesianas

from sklearn.model_selection import GridSearchCV
from sklearn.naive_bayes import Gaussianns

# defining parameter range
param_grid = {

*Var_smoothing': np.logspace(8,-9, num=168)
T

grid = GridSearchCV(GaussiantB(),
param_grid,
refit = True,
verbose = 3,
o =53)

# fitting the model for grid search
grid. fit(X_trainset, y_trainset)

Figura 85 Resultados de las métricas del modelo Redes bayesianas

In [69]:

In [76]:

In [71]:

I [72]:

Fitting 5 folds for each of 188 candidates, totalling 508 fits

[cv 1/5] END . .var_smoothing=1.@;, score=0.421 total time= @.@s
[cv 2/5] END . .@;, score=0.404 total time= @.@s
[cv 3/5] END . .@;, score=d.417 total time= @.@s
[cv 4/5] EnD . .@;, score=0.415 total time= @.0s
[cv 5/5] END . s .@;, score=0.423 total time= @.@s
[CV 1/5] END ..var_smoothing=2.8111308307896871;, score=0.428 total time= @.0s
[CV 2/5] END ..var_smoothing=e.8111308307896871;, score=e.417 total time=  @.0s
[CV 3/5] END ..var_smoothing=@.8111308307896871;, score=.421 total time= @.0s
[CV 4/5] END ..var_smoothing=8.8111308307896871;, score=0.43@ total time= @.6s
[CV 5/5] END ..var_smoothing=.8111308307896871;, .431 total time= @.0s
[CV 1/5] END ...var_smoothing=8.657933224657568; , .445 total time= 2.0
[CV 2/5] END ...var_smoothing=8.657933224657568;, .437 total time= 2.0
[CV 3/5] END ...var_smoothing=8.657933224657568;, .428 total time= @.0s
[CV 4/5] END ...var_smoothing=8.657933224657568;, score=0.449 total time= @.6s

Métricas del Modelo (Train)
pred = model.predict(X_trainset)

from sklearn.metrics import confusion matrix
from sklearn.metrics import classification report

#accuracy solo es La diagonal / total
rom sklearn.metrics import accuracy score
print(‘acuracy =" , accuracy_score(y_trainset,pred))

#hecall sensibilidad
From sklearn.metrics import recall score
print('sensibilidad =',recall score(y trainset, pred, average='macro'})

#precision
from sklearn.metrics import precision_score
print(’precision =*, precision_score(y_trainset, pred, average='macro'))

#fi_score
from sklearn.metrics import f1_score
print('fl score =',f1 score(y_trainset, pred, aversge='macro’))

acuracy = 8.3620261363636364
sensibilidad = 2.862835145274551
precision = 0.3651443899612606
f1_score = 0.8623420723497918

print(classification_report(y trainset, pred))

precision  recall fl-score  support

Bueno @.78 2.88 @.53 1873

a
o
o
o
ES
=
]
[=]
o
o
=
E
micre-average ROC curve (area = 0.98)
0.z macro-average ROC curve (area = 0,98}
ROC curve of class 0 (area = 0.97)
ROC curve of class 1 (area = 0.99)
ROC curve of class 2 (area = 1.00)
00 - ROC curve of class 3 (area = 0.96)

oo 0.2 04 06 0.8
False Positive Rate

10

(Train)

99



Figura 86

In [75]:

Figura 87

In [20]:

In [91]:

100

Matriz de Confusion del modelo Redes bayesianas (Train)
Matriz de Confusion TRAIN

import pandas as pds
import seaborn as sns
import matplotlib.pyplot as plt
import pandas as pds

enf_metrix= pds.crosstab(y_trainset, pred) #, rownames = [*ACTUAL'],colnames=[ ‘Prediccion’])
sns.heatmap(cnf_matrix, square=True, annot=True, fmt='d', char=True, cmap='Blucs’

plt.
plt.
plt.
plt.

xlabel('Predicted Class')
ylabel('True Class')

title('Bayessian Confusion matrix (Train)')
shaw()

Bayessian Confusion matrix (Train)

o 800
g
@
600
°
]
uwe
[w]
'3
2
= 400

luy Bueno

Resultados de las métricas del modelo Redes bayesianas (Test)

Métricas del Modelo (Test)

pred = model.predict(X_testset)

#accuracy solo es la diagonal / total
from sklearn.metrics import accuracy_score
print(’acuracy =' , accuracy_score(y_testset,pred)}

#Recall sensibilidad
from sklearn.metrics import recall_score
print(’sensibilidad =',recall_score(y_testset, pred, average='macro'))

#precision
from sklearn.metrics import precision_score
print(’precision =', precision_score(y_testset, pred, average='macro'))

#fi_score
from sklearn.metrics import f1_score
print('f1_score =',f1_score(y_testset, pred, aversge='macro’))

acuracy = 0.8873126868605051
sensibilidad = ©.8873448912843693
precision = ©.8869997323253627
fl_score = ©.88612124774738

: print(classification_report(y_testset, pred))

precision  recall fl-score support
Bueno a.81 8.89 8.85 247
Malo @.93 .92 9.92 263

Muy Bueno 2.94 0.96 9.35 275
Regular a.87 e.79 8.83 271

=1} ,’
] #
e 0.6 ,-’
@ Fy
2 '
= s
[ ‘_I
& i
w 0.4
2 -
[ 7’
= #
L/ ’,
s # % ® micro-average ROC curve (area = 0.98)
0.2 : #° ®® macro-average ROC curve (area = 0.98)
' = —— ROC curve of class O (area = 0.98)
) - ROC curve of class 1 {area = 0.99)
L —— ROC curve of class 2 (area = 1.00)
0o-* ROC curve of class 3 (area = 0.97)
0o 0.2 0.4 0.6 0.8 1.0

False Positive Rate
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1. Accuracy (88.73%): El modelo logré una precision del 88.73%, lo que indica que mas del
88% de las predicciones realizadas fueron correctas al clasificar el rendimiento académico de
los estudiantes en las diferentes categorias. La universidad puede identificar a los estudiantes
tendran un bajo rendimiento académico. Esto permite implementar programas de apoyo como
tutorias personalizadas, asesorias psicologicas o justes en los métodos de ensefianza. Asi como
también puede impactar en la optimizacion de recursos educativos, disefio de estrategias

pedagogicas, evaluacion y mejora de planes de estudio.

2. Sensibilidad (Recall) 88.73%): Con un valor de 88.73%, esta métrica refleja la capacidad
del modelo para identificar correctamente a los estudiantes dentro de cada categoria de
rendimiento académico, garantizando que los casos relevantes sean detectados con alta eficacia.
Este nivel alto de sensibilidad impacta en la deteccién temprana y focalizada de los estudiantes

asegurando que las decisiones y estrategias implementadas sean inclusivas y efectivas.

3. Precision (Precision) (88.69%): La precision obtenida fue del 88.69%, lo que evidencia
que el modelo realiza predicciones positivas con un alto grado de confianza, minimizando los

falsos positivos en la clasificacion del rendimiento estudiantil.

4. F1-Score (88.61%): El F1-Score fue de 88.61%, lo que demuestra que el modelo equilibra
de manera efectiva la sensibilidad y la precision, optimizando su desempeiio incluso en

situaciones donde las clases pueden estar desbalanceadas

5. Curva ROC y AUC (Area bajo la curva) (0.98): El modelo alcanzé un AUC de 0.98, lo
que evidencia su capacidad sobresaliente para distinguir entre las diferentes categorias de
rendimiento académico de los estudiantes. Este resultado sugiere un alto nivel de

discriminacioén entre las clases.
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Figura 88 Matriz de Confusion del modelo Redes bayesianas (Test)

import pandas as pds
import seaborn as ins
import matplotlib.pyplot as plt
import pandas as pds

crf_matrix= pds.crosstab(y_testset, pred) &, rosmames = [ CACTUAL * |, colmames=] ‘Prediccion )
sns. heatmap(cnf_matrix, square=True, annot=True, fmt='d', cbar=True, cmap='Blues’}
plt.xlabel( "Predicted Class")

plt.ylabel("True Class'})

plt.title( " Bayessian Confusion matrix (Test)')

pLE. showi( )

Bayessian Confusion matrix (Test) £50
2
3 -
&
[Fa} 2
s 2 150
T =
b
=
=
100

Muy Bueno

Regular

Bueno Malo Muy Bueno  Regular
Predicted Class

La matriz muestra como el modelo clasifica las instancias entre las clases:
1 Diagonal principal (valores correctos): Los nimeros altos en la diagonal indican
que el modelo clasifica correctamente la mayoria de las instancias de todas las clases:
0 220 casos de la clase "Bueno" fueron clasificados correctamente.
0 241 casos de la clase "Malo" fueron clasificados correctamente.
0 263 casos de la clase "Muy Bueno" fueron clasificados correctamente.
o 213 casos de la clase "Regular" fueron clasificados correctamente.
1 Errores de clasificacion:
Por ejemplo, 17 casos de la clase "Bueno" fueron clasificados como “Muy bueno” asi como

18 casos de la clase “regular” fueron clasificados como “Malo”.



e) Vecinos Cercanos (KNN)

Figura 89 Datos de los atributos de rendimiento académico (KNN)

Mostrar Datos

In [2]: |data
out[2]: Id  appaterno  apmaterno nombre sexo Departamento  Provincia Distrito Fecha_Nacimiento Edad .. anio_ingreso ciclo_academice
CESAR LEONCIO ]
o 1 asap  unsmres o CESAR o puanuco  LEQNOIO pupasupa 200111413 20 2013
ANGIE LEONCIO
12 asap  mmvERa  podlSE F o nuanuco  SSNGS RupamuPa 19881028 23 2018
LEONGIO
2 3 ABAD  RIVERA JOISSHRLEY F  Huanuco 'ENSS mupaRuPA 20000803 22 2017 ]
3 4 ABAL NETO MARIA £ HUANUCO HUANUCO  AMARIIS 20000527 22 2018
CELENIA
i LEONCIO ]
4 5 ABENDAFO meza o CESR w o huanuco LEQNCIO rupanupa 198711413 24 2015 ]
i JHORQUEENS LEONCIO
4579 4580 ZURIGA TOLENTINO WERNS  m Huanuco  LEQNCI0 pupanups 20030318 19 2013
SaNTA noNICA
4580 4581 ZURMTA e MOMEA M SANMARTIN  LAMAS  ZAPATERO 20001107 21 2020
4581 4582 ZUTA  PAREDES SEANAKIRA  F LORETO  UGAYALI CONTAMANA 20040805 18 2021
4582 4583 ZUTA  PAREDES e F LORETO  UCAYALl CONTAMANA 19860711 26 2014 1
ZYanko
4583 4534 ZUTA  PAREDES  KATIUSKA  F LORETO  UGAYALI CONTAMANA 19840110 28 2014 1
YVETTE
4584 rows = 26 columns
»

Figura 90 Atributos de rendimiento académico con columnas eliminadas

Eliminar Columnas

In [S]: #se elimino 9 columnas quedadnod = 26 -9 = 17

pa = data.drop(['Id", *appaterno’, apmaterno’, 'nombre', ‘Fecha_Nacimiento','codigo_alumno’,

*beneficiario_pronabec’, 'ciclo academica’,codcurricula’], axi:

In [6]: pg
Out[6]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total_(
INGENIERIAEN
LEONCIO Cenlro Pre . s
o m  humwuco EENOS mupamruPe 20 solTERO e e Publico e naas 2018
RENOVABLES
LEONCIO Cenlro Pre )
1 F  Huanuco 'ENO0 RUPARUPA 23 SOLTERO e e Puplico  CONTABILIDAD 2018
2 F  Huanuco “EQNCIO pupapupa 2 souERO B
o ¥ xamen Ordinario Pupico  CONTABILIDAD 2017
INGENIERIAEN
3 F  HUANUCO HUANUCO  AMARILS 22 SOLTERO  Examen Ordinario Publico INDUSTRIAS 2018
ALIMENTARIAS
LEONCIO Cenlro Pre )
4 M Huanuco 'ENO0 RUPARUPA 24 SOLTERO T Publico AGRONOMIA 2015
LEONGIO Exonerados INGENIERIA
479 M ruanuco ESNOIS RuARUPA 13 SOLTERO o EXOncrados Publico e 2013
Convenios )
4580 M SANMARTIN  LAMAS ZAPATERO 21  SOLTERO it Publico ZOOTECHIA 2020
INGENIERIAEN
58 F LORETO  UCAYALI CONTAMANA 18 Nal  Examen Ordinario Publico FECLEEE 2021

Figura 91 Visualizacion de datos incompletos

Visualizando datos incompletos

I In [11]: import missingno as msno

In [12]: msno.matrix(pq)

Out[12]: <matplotlib.axes._ subplots.AxesSubplot at @x20ac56a1108>
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Figura 92 Visualizacion de datos limpios

Datos Limpios

In [16]: #el grafico muestra que Los datos estan completos
msno.matrix(pf)

0ut[18): <matplotlib.axes._subplots.AxesSubplot at Gx28achcg5148>

N
&
&é‘
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L

In [17]: pf.isnull().any()

out[17]: sexo False
Departamento False
Provincia False
Distrito False
Edad False
Estado_Civil False
modalidad_ingreso False

&

K
&

VAN
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&

s

Figura 93 Datos explorados (Cantidad de columnas)

Exploracion de datos

In [27]: #cantidad de columnas 2656

import matplotlib.pyplot as plt
%matplotlib inline
plt.rcParams[ ' figure.figsize'] = (16, 9)
plt.style.use('ggplot")

filtro_filas.hist()

plt.show()
Edad anio_ingreso
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00 e
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o g . - J o- o g ! o
20 25 %0 0 2000 2012 2014 2016 2018 2020 2022
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Figura 94 Transformacion de datos del promedio final

Transformando datos de promedio final

In [38]: condicion_rango=[

(pf[ 'Promedio_ponderado_Final'] < 11) ]

escala_calificacion=[ 'Excelente’, 'Muy Bueno','Busno’, 'Regular’, 'Malo']

pf[ " CALIFICACION" ]=np.select(condicion_rango, escala_calificacion)

In [31]: condicion rango=[

pf['Promedio_Ponderado_Final'] < 11) ]
escala_calificacion=[5,4,3,2,1]
pf['CALIFICACION 2']-np.select(condicion rango, escala calificacion)

.

Total_Creditos_Llevados

0 100 150 200 250

((pf['Promedic_Ponderado_Final'] <= 20) & (pf['Promedio_Ponderado_Final'] >= 18)),
(PF['Promedio_Ponderado_Final'] < 18) & (pf['Promedio_Ponderado_Final'] >= 15)),
(Pf['Promedio_Ponderado_Final'] < 15) & (pf['Promedio_Ponderado_Final'] >= 13)),
(Pf['Promedio_Ponderado_Final'] < 13) & (pf['Promedio Ponderado Final'] >= 11)),

((pf['Promedio_Ponderado_Final'] <= 20) & (pf['Promedio_Ponderado_Final'] »>= 18)),
(pf['Promedio_Ponderado_Final'] < 18) & (pf['Promedio_Ponderado_Final®] »>= 15)),
(pf['Promedio_Ponderado_Final'] < 15) & (pf['Promedio_Ponderado_Final®] »>= 13)),
(pf['Promedio_Ponderado_Final'] < 13) & (pf['Promedio_Ponderado_Final'] »= 11)),

100 3

Promedio_Panderado_Anterior

In [32]: pf
out[32]: sexo Departamento  Provincia Distrito Edad Estado_Civil modalidad_ingreso tipo_colegio_procedencia escuela_profesinal anio_ingreso Total_C
INGENIERIAEN
LEONCIO Centro Pre RECURSOS
o wm nuawuco S9N muparuPA 20 souTeRo e Publico T 2019
RENOVABLES
LEONCIO Centro Pre
1 F nuanuco NGO mumamuRs 23 soutere oenire Pre Pubico  CONTABILIDAD 2015
LEONCIO n
2 F  nuawuco MO0 upamruPA 22 SOLTERO  Exémen Orinano Publico  CONTABILIDAD 2017
INGENIERIAEN
3 F  HUANUCO HUANUCO  AMARILS 22 SOLTERO  Exémen Orcinario Publico INDUSTRIAS 2019
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Figura 95 Transformacion de datos del estado civil

Transformando datos de estado civil

In [35]: |# convertir estado civil
condicion_estadocivil[

(pf['Estado_Civi] 'SOLTERD"),
(pf['Estado_Civi VIUDO'),
(pf["Estado ¢ CAsAD0'),

(pf[ Estado_Civil® *DIVORCIADO")

]

escala_estadocivil=["1",'2","3","4"]
pf['ES_2']=np.select(condicion estadocivil, escala estadocivil)

In [36]: |pf['ES_2"]
out[36]:

[}
1
2
3
4

ST

4578
4579
4580
asa2
4583
Name: ES_2, Length: 2656, dtype: object

(R

In [37]: | condicion TCP=[
(pF["tipo_colegio procedencia’
(pf["tipo_colegio procedencia

"Publico’),
*Privado’)

Figura 96 Visualizacion de los datos por clases

Mostramos datos por clases

In [45]: | #sb.factorplot( CALIFICACION',data=data_datos, kind="count”, aspect=3)
#sh. figure(figsize=(3, 6))

conteo - data_datos['CALIFICACION'].value_counts()
plt.style.use("bmh")

plt.barh(conteo. index, conteo)

plt.show()

#ple.close('all")

Muy Bueno

Bueno

Malo

Regular

' L L L
] 200 400 600 800 1000 1200

In [46]: data_datos

Figura 97 Matriz de correlacion de variables (KNN)

Matriz de correlacion de variables

In [54]: #correlacion de las variables
import pandas as pds
import seaborn as sns
import matplotlib.pyplot as plt
data_datos_2
corr_df - data_datos_2.corr(methad="pearson’)
plt.figure(figsize=(8, 6))
sns.heatmap(corr_df, annot=True)
plt.show()

Edad - . 0.36 (1)
Total_Creditos_Llevados . 0.48 091
Total_Creditos_Desaprobados
Total_Creditos_Aprobados
Promedio_Ponderado_Anterior

Total_Cursos_Matriculados

- 09

0.6

0.3

- 0.0
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Figura 98 Seleccion de variables predichas y predictoras

Seleccionando Variables Predichas y predictoras

In [56]: X = data_over[['GENERO','Edad','ES_2',
"TCP_3°,'Total Creditos_Llevados®,
"Total_Creditos_Desaprobados’, ' Total_Creditos_Aprobados ', 'Promedio_Ponderado_Anterior’,
"Total Cursos_Matriculados’,'Total Cursos_Mivelacion Matriculados']].values

In [57]: X.shape

ut[57]: (5280, 1)
Type Markdown and LaTeX: a®

In [58]: |Y = data_over[ CALIFICACION']
#ya = data_datos[ "CALIFICACION"]
¥.shape

out[58]: (5280,)

In [59]: | #cantidad de alumnos por rendiento
datos_balanceados - ¥.value_counts(}

In [60]: plt.rcParams['figure.figsize'] = (5, 4)

Figura 99 Balanceo de datos

Datos Balanceados

In [61]: conteo = datos_balanceados
plt.style.use("buh")
plt.barh(conteo. index, conteo, calor ='green’)
plt. shou()

#plt.close('all")

Muy Bueno

Bueno

Regular

] 200 400 600 800 1000 1200

In [62]: from sklearn.metrics import roc_curve, auc
from sklearn import datasets
from sklearn.multiclass import OnevsRestClassifier
from sklearn.svm import LinearSVC

Figura 100 Modelo KNN

Modelo KNN

In [64]: from sklearn.model selection import GridSearchCV
from sklearn.neighbors import KieighborsClassifier

# defining parameter range
param_grid = {'n_neighbors' : [5,7,9,11,13,15],
‘weights® : ['uniform’,'distance'],
‘metric’ i ['minkowski’,’euclidean’, 'manhattan’]

grid = GridsearchCv{kNeighborsClassifier(),
param_grid,
refit = True,
verbose = 3,
v =5)

# Fitting the model for grid search
grid.fit(X _trainset, y_trainset)

T Fitting 5 folds for each of 36 candidates, totalling 186 fits
[CV 1/5] END metric=minkowski, n_neighbors=5, weights=uniform;, score=2.859 total time= @.0s
[cv 2/5] n_neighbors=5, weights=uniform;, score=0.847 total time= @.0s
[cv 2/5] n_neighbors=s, weights=uniferm;, score=.852 totsl time=  e@.0s
[cv 4/5] n_neighbors=5, weights=uniferm;, score=0.876 total time= @.0s
[cv 5/5] n_neighbors=5, weights=uniform;, score=0.874 total time= @.0s
[cv 1/5] n_neighbors=s, weights=distance;, 909 total time a.as
[cv 2/5] n_neighbors=5, weights=distance;, .885 total tim 0.0s
[cv 3/5] n_neighbors=s, weights=distance;, 889 total time a.as
[cv 4/5] n_neighbors=5, weights=distance;, 914 total time @05
[cv 5/5] n_neighbors=5, weights=distance;, 914 total time @.0s
[cv 1/5] n_neighbors=7, weights=uniform;, score=0.850 total time= 6.0s
[cv 2/5] n_neighbors=7, weights=uniferm;, score=0.839 total time= 6.0s
fcv 3/51 metric=minkowski, n neighbors=7. weights=uniform:. score=0.862 totsl time= @.@s
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Figura 101 Resultados de las métricas del modelo KNN (Train)

In [69]:

In [70]:

In [71]:

In [72]:

Métricas del Modelo (Train)
pred = model.predict(X_trainset)

from sklearn.metrics import confusion matrix
from sklearn.metrics import classification_report
#accuracy solo es La diagonal / total

from sklearn.metrics import accuracy_score
print(‘acuracy =' , sccuracy_score(y_trainset,pred))

#Recall sensibilidad
from sklearn.metrics import recall score
print('sensibilidad =',recall_score(y_trainset, pred, average='macro'))

#precision
from sklearn.metrics import precision_score

print(‘precision =', precision_score(y_trainset, pred, average='macro'))

#fi_score
from sklearn.metrics import f1_score
print('f1 score =',f1 score(y_trainset, pred, average='macro'})

acuracy = 1.8
sensibilidad = 1.8
precision = 1.8
f1_score = 1.8

print(classification report(y_trainset, pred))

precision  recall fl-score  support

a8 -

. = = micro-average PR curve {area = 1.00)
= . = 8 macro-average PR curve {area = 1.00)
=
ﬁ == PR curve of class 0 (area = 1.00]
E == PR curve of class 1 {area = 1.00]
& . = PR curve of class 2 {area = 1.00)

o PR curve of class 3 (area = 1.00]

0.2 -

D] = o o

Recall

Figura 102 Matriz de Confusion del modelo KNN (Train)

In [75

Matriz de Confusion TRAIN

import pandas as pds
import seaborn as sns
import matplotlib.pyplot as plt
import pandas as pds

enf_matrix= pds.crosstab(y_trainset, pred) #, rownames = ['ACTUAL'], colnames=[ "Prediceion’])

sns.heatmap(cnf _matrix, square=True, annot=True, fmt='d', cbar=True, cmap='Blues’)

plt.xlabel('Predicted Class')
plt.ylabel('True Class')

plt.title('KMN Confusion matrix (Train)')
plt.show()

KNN Confusion matrix (Train) 1000

2
7
2 800
w2
]
8= 600
o
o
=
=
400

uy Bueno
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Figura 103 Resultados de las métricas del modelo KNN (Test)

Métricas del Modelo (Test)
In [99]: pred = model.predict(X_testset)

In [91]: #accuracy solo es La diagonal / total
from sklearn.metrics import accuracy score

print(’acur , accuracy_score(y_testset,pred))

LL sensibilidad
from sklearn.metrics import recall score
print(sensibilidad =',recall_score(y_testset, pred, average='macro'))

#precision
from sklearn.metrics import precision_score
print(’precision =*, precision score(y testset, pred, average='macra'))

#fi_score
from sklearn.metrics import f1_score
print('f1 score =',f1 score(y_testset, pred, average='macro’))

acuracy = 0.9289772727272727
sensibilidad = ©.9298141047557856
precision = ©.9291265330028456
f1_score = 9,9271774985765053

In [92]: print(classification_report(y_testset, pred))

precision  recall fl-score support
Bueno 8.86 8.97 8.91 247
Malo 9.93 09.96 2.95 283
Muy Bueno 8.99 1.0 1.00 275
Rl alan 5'5a o s P
1.0 - — ST T T
F- P
b s
.I i
~
I ’
] ’/
| |
0.8 —& ’f
" #
[ ] ’f
o [} 1’
‘E'—; i : :I I,
o 06 -
| A
= A #
dad i ,f
a ! ’
[~ ! s
o 0.4 -4 ,f
= ! ’
= n £
I
" »
Y # " = micro-average ROC curve (area = 0.99)
032 - ‘,"' » B macro-average ROC curve (area = 0.99)
_.."' ROC curve of class 0 (area = 0.99)
s ROC curve of class 1 (area = 0.99)
,“ ROC curve of class 2 (area = 1.00)
0o - ROC curve of class 3 (area = 0.97)
1 1
0. 0.2 0.4 0.6 0.8 1.0

False Positive Rate
1. Accuracy (92.89%): El modelo logrd una precision del 92.89%, lo que indica que mas del
92% de las predicciones realizadas fueron correctas al clasificar el rendimiento académico de
los estudiantes en las diferentes categorias. La universidad puede identificar a los estudiantes
tendran un bajo rendimiento académico. Esto permite implementar programas de apoyo como
tutorias personalizadas, asesorias psicoldgicas o justes en los métodos de ensefianza. Asi como
también puede impactar en la optimizacion de recursos educativos, disefio de estrategias

pedagogicas, evaluacion y mejora de planes de estudio.

2. Sensibilidad (Recall) (92.98%): Con un valor de 92.98%, esta métrica refleja la capacidad
del modelo para identificar correctamente a los estudiantes dentro de cada categoria de
rendimiento académico, garantizando que los casos relevantes sean detectados con alta eficacia.
Este nivel alto de sensibilidad impacta en la deteccién temprana y focalizada de los estudiantes

asegurando que las decisiones y estrategias implementadas sean inclusivas y efectivas.
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3. Precision (Precision) (92.91%): La precision obtenida fue del 92.91%, lo que evidencia
que el modelo realiza predicciones positivas con un alto grado de confianza, minimizando los

falsos positivos en la clasificacion del rendimiento estudiantil.

4. F1-Score (92.71%): El F1-Score fue de 92.715%, lo que demuestra que el modelo equilibra
de manera efectiva la sensibilidad y la precision, optimizando su desempeiio incluso en

situaciones donde las clases pueden estar desbalanceadas

5. Curva ROC y AUC (Area bajo la curva) (0.99): El modelo alcanzé un AUC de 0.99, lo
que evidencia su capacidad sobresaliente para distinguir entre las diferentes categorias de
rendimiento académico de los estudiantes. Este resultado sugiere un alto nivel de

discriminacién entre las clases.

Figura 104 Matriz de Confusion del modelo KNN (Test)

ispoart pandas as pds
import seaborn as ins
impart matplotlib.pyplat as plt
import pandas as pds

chf_matrix= pds.crosstab(y_testset, pred) #, rosnames = [ "ACTUAL ' |, colnames=| ‘Prediccion ' ])
sns.heatmap(cnf_matrix, square=True, annot=True, fmt='d", cbar=True, cmap='Blues’}
plt.xlabel( Predicted Class™)

plt.ylabel(" True Class')

plt.title("KNM Confusion matrix (Test)®)

plt.show()

KNMN Confusion matrix (Test)

250
a 200
(=]
h =
o= 150
=
=
100

Muy Bueno

Regular

Buena Malo Muy Bueno  Regular
Predicted Class

-0

La matriz muestra como el modelo clasifica las instancias entre las clases:
1 Diagonal principal (valores correctos): Los numeros altos en la diagonal indican
que el modelo clasifica correctamente la mayoria de las instancias de todas las clases:

o 239 casos de la clase "Bueno" fueron clasificados correctamente.
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0 253 casos de la clase "Malo" fueron clasificados correctamente.
o 275 casos de la clase "Muy Bueno" fueron clasificados correctamente.
o 214 casos de la clase "Regular" fueron clasificados correctamente.
1 Errores de clasificacion:
Por ejemplo, 6 casos de la clase "Bueno" fueron clasificados como “Regular” asi como 18
casos de la clase “Regular” fueron clasificados Malo”.

Figura 105 Codigo del sistema inteligente-Parte 1

(B untitledd.py X main.py X

streamlit_option_menu import option_menu
st

st.set_page_config(
page_title

initial sidebar state=

with st.sidebar:
selected = option_menu(
menu_titl

ing rl.pkl’, 'rb'})

def get_user_input():

ectbox( 'Gén

st.selectbox( 'Estade civil:’, [’'Soltero( 'Divorciad

tca = st.number_input('Total créditos aprob , 8, 258, step=1)
st.write(”™)

ppa = st.number_input( 'Promedioc ponder anterior:', .00, 20.00, step=0.01)
st.write("")

tcnm = st.number_input('Total cu de nivelacicn matriculados: ',
st.write("”")




Figura 107 Codigo del sistema inteligente-Parte 3

st.write(

tca = st.number_input('Total cr
st.write("")

ppa = st.number_input( 'Pr
st.write("")

tenm = st_number_input('Total ¢
st.write("")

W col2:
age st.number input('Edad:’, 18, 58, step=1)
st.write("")

st.write(

ted = st.number_input( ' Total
st.write("")

tem = st.numb
st.write("")

tcm = st.number_input( ‘Tota
st.write(”")

ted + tca,
ted,

: tca,

: PpPa,

: tem,
: tenm

= pd.DataFrame(user_data, index=[8])
n features

user_input = get_user_input()

it st.button("Evaluar™):
prediction = model.predict(user_input)
robability = model.predict_proba(user_input)
argmax = np.argmax(probability)
probability = probability[@]

st.subheader(’
classification = prediction[@]
st.success(classification_result)

, 8, 158, step=1)

', @, 258, step=1)

, 250, step=1)
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Figura 109 Codigo del sistema inteligente-Parte 5

r_input()

if st.button(
prediction = model.predict(user_input)
probability = model.predict_proba(user_input)
argmax = np.argmax(probability)
probability = probability[@]

st.subheader( 'R
classification_res prediction[@]

st.success(classification_result)

t. subheader(
st.success(str((probability[argmax] * 18@).round(2)) +

if uploaded_file:
a = pd.read_excel(uploaded file, index_col=

X = data.values

robability = model.predict proba(X)
probs = []

i in probability:

jhomby = i[np.argmax(i

value jhomby * 10@).round(2)
probs _append(valu

Figura 110 Codigo del sistema inteligente-Parte 6

i in probability:
jhomby = i[np.argmax(
value = (jhomby * 100
probs.append(value)

probs
probs[ 'E

11

st.subheader( 'Resul t
st.write(df)

hide_st_style

st.markdown(hide st style, unsafe allow html=True)
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Figura 111 Sistema inteligente haciendo uso de la técnica Arbol de decisién-Parte 1

X

* Datos de entrada

= Subir datos Género Edad:

£ BT

Estado civil: Tipo colegio de procedencia:
Casadol(a) +  Piblico

Total créditos aprobados: Totsl eréditos desaprobades:
100 -+ 1

Promedio ponderado anterior: Total cursos matriculados:
13.00 -+ 20

Total cursos de nivelacion matriculados:

3 - .

Resultado:

Bueno

Exactitud:

58.92%

Figura 112 Sistema inteligente haciendo uso de la técnica Arbol de decision-Parte 2

x
=t Datos de anrads Evaluar datos subidos al sistema
 Dregenddrp e e Browse i
Y test_dstaxim *
Resultados:




Anexo 4

Tabla 33. Estudios complementarios utilizados para la investigacion
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Autor

Afo

Titulo

Técnicas usadas

Meétricas

Buenafio,
Gil y Lujan

2019

Application of Machine
Learning in Predicting
Performance for
Computer Engineering
Students: A Case Study

Decision tree

Accuracy

Harvey vy
Kumar

2019

A Practical Model for
Educators to Predict
Student Performance in
K-12 Education using
Machine Learning

Regresion lineal, Arbol
de decision y Naive
Bayes

Accuracy

Lau, Sun y
Yang

2019

Modelling, prediction
and classification of
student academic
performance using
artificial neural
networks

Red neuronal artificial

Accuracy, Error,
Sensibilidad,
Especificidad,
Precision y AUC

Yousafzai,
Hayat y
Afzal

2020

Application of machine
learning and data mining
in predicting the
performance of
intermediate and
secondary education
level student

Genetic algorithm

Accuracy

Singh y Pal

2020

Machine learning
algorithms and
ensemble technique to
improve prediction of
students performance

KNN, Naive Bayes,
Decision Tree y
ExtraTree

Accuracy,
Recall y Fl-
Score

Katarya et
al

2021

A review on machine
learning based student’s
academic performance
prediction systems

Gartner Analytics
Ascendancy Model,
Naive Bayes, SMO,
ANN, Random Forest,
KNN, Partial decision
trees, REPTree, SVM,
Decision tree y logistic
regression

Accuracy, AUC,
precision,  R2
score

Khan et al

2021

A Conceptual
Framework to Aid
Attribute Selection in
Machine Learning
Student  Performance
Prediction Models

Red neuronal artificial
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Yagci 2022 Educational data Random Forest, Redes Accuracy,
mining: prediction of neuronales, Maquina de Precision, F1-
students' academic Vectores, Regresion  Score y Recall
performance using Logistica, Naive Bayes
machine learning y KNN
algorithms

Menacho 2017 Prediccion del Regresion  Logistica, Curva ROC,
rendimiento académico Arbol de Decision J48, Coeficiente
aplicando técnicas de Red Neuronal y Naive Kappa, precision
mineria de datos de Bayes

Yamao 2018 Prediccion del Regresion lineal, Arbol Precisién
rendimiento académico de decisiones y Maquina
mediante mineria de de vector de soporte
datos en estudiantes del
primer ciclo de las
Escuela Profesional de
Ingenieria de
Computacion y Sistemas

Orihuela 2019 Aplicacion de Data Regresion logistica y Curva ROC,
Science para la Random Forest Precision,
prediccion del Sensibilidad vy
rendimiento académico F1-Score
de los estudiantes de la
Facultad de Ingenieria
de Sistemas de la
Universidad Nacional
del Centro del Peru

Candia 2019 Prediccion del Arboles de decision Precision
rendimiento académico  J48, Random Forest,
de los estudiantes de la ~ Vecinos mds cercanos
UNSAAC a partir de (KNN), Funcion de
sus datos de ingreso Regresion Logistica 'y
utilizando técnicas de Perceptron multicapa
Machine Learning

Espinoza & 2020 Modelo de Machine Regresion logistica Exactitud

Leon Learning para la
clasificacion de
estudiantes de acuerdo
con su rendimiento

académico en el Centro
de Idiomas de Ia
Universidad  Nacional
del Santa
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Garcia 2021 Machine learning para KNN, Arbol de decisién Precision,
predecir el rendimiento y Maquina de Vectores Especificidad y
académico de los Sensibilidad
estudiantes
universitarios

Aronés 2021 Prediccion del Regresion logistica, Sensibilidad,
rendimiento académico SVM, Random Forest, Especificidad,
basado en Machine KNN y Arbol de CurvaROCy
Learning, Escuela decision Validacion
Profesional de cruzada
Ingenieria de Sistemas,

Ayacucho 2021

Fuente: Elaboracion propia
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Anexo 5
Evaluacion de métricas de las técnicas de Machine Learning
Arbol de decisiéon (Train)

Tabla 34. Métrica de evaluacion (Train) — Exactitud arbol de decision

ftem Métrica Escala Formula Exactitud

. , + 0
1 Exactitud Razon ) 100 96.88%
+ + +

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una exactitud=96.88% empleando la técnica arbol

de decision.
Redes Neuronales (Train)

Tabla 35. Métrica de evaluacion (Train) — Exactitud Redes Neuronales

ftem Métrica Escala Formula Exactitud
N ’, + 0
1 Exactitud Razdén - ( ) 100 92.85%
+ + +

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una exactitud=92.85% empleando la técnica Redes

neuronales.
SVM (Train)

Tabla 36. Métrica de evaluacion (Train) — Exactitud SVM

ftem Métrica Escala Formula Exactitud
. ’, + 0
1 Exactitud Razdon - ( _ - ) 100 94.84%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento

académico de los alumnos de la UNAS con una exactitud=94.84% empleando la técnica SVM.



118

Redes Bayesianas (Train)

Tabla 37. Métrica de evaluacion (Train) — Exactitud Redes Bayesianas

ftem Métrica Escala Formula Exactitud
1 Exactitud Razdén - ( + : ) 100 86.29%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una exactitud=86.29% empleando la técnica Redes

Bayesianas.
KNN (Train)

Tabla 38. Métrica de evaluacion (Train) — Exactitud KNN

ftem Métrica Escala Formula Exactitud

. , + 0
1 Exactitud Razdén ) 100 100.00%
+ + +

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento

académico de los alumnos de la UNAS con una exactitud=100.00% empleando la técnica KNN.

Tabla 39. Cuadro comparativo de resultados rendimiento académico de los estudiantes de la
UNAS en base a la métrica Exactitud (Train)

TECNICA RESULTADO (%)
K-NN 100.00%
Arbol de decision 96.88%
SVM 94.84%
Redes neuronales 92.85%
Redes bayesianas 86.29%

Fuente: Elaboracién propia

Interpretacion: Como se muestra en la tabla 67, la técnica con el resultado 6ptimo
referente al indicador exactitud que predice el rendimiento académico de los estudiantes de la
UNAS correctamente es K-NN=100.00%, a la vez de Arbol de decisién=96.88%, luego
SVM=94.84%, de la misma manera Redes neuronales= 92.85% vy finalmente Redes

bayesianas=86.29%. ’
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Arbol de decisién (Train)

Tabla 40. Métrica de evaluacion (Train) — Precision darbol de decision

ftem Meétrica Escala Formula Precision
2 Precision Razon 96.89%
+

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una precision=96.89% empleando la técnica Arbol

de decision.
Redes Neuronales (Train)

Tabla 41. Métrica de evaluacion (Train) — Precision Redes Neuronales

ftem Meétrica Escala Foérmula Precision
2 Precision Razoén 92.88%
+

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una precision=92.88% empleando la técnica Redes

Neuronales.
SVM (Train)

Tabla 42. Métrica de evaluacion (Train) — Precision SVM

ftem Meétrica Escala Formula Precision
2 Precision Razon 94.80%
+

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento

académico de los alumnos de la UNAS con una precision=94.80% empleando la técnica SVM.
Redes Bayesianas (Train)

Tabla 43. Métrica de evaluacion (Train) — Precision Redes Bayesianas

ftem Métrica Escala Formula Precision
2 Precision Razon 86.51%
+

Fuente: Elaboracion propia
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Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento académico de

los alumnos de la UNAS con una precision=86.51% empleando la técnica Redes Bayesianas.
KNN (Train)

Tabla 44. Métrica de evaluacion (Train) — Precision KNN

ftem Métrica Escala Formula Precision
2 Precision Razén 100.00%
+

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento

académico de los alumnos de la UNAS con una precision=100.00% empleando la técnica KNN.

Tabla 45. Cuadro comparativo de resultados rendimiento académico de los estudiantes de la
UNAS en base a la métrica Precision (Train)

TECNICA RESULTADO (%)
K-NN 100.00%
Arbol de decision 96.89%
SVM 94.80%
Redes neuronales 92.88%
Redes bayesianas 86.51%

Fuente: Elaboracion propia

Interpretacion: En la tabla 73 se evidencia que la técnica con mejor resultado en cuanto
al indicador precision que predice el rendimiento académico de los estudiantes de la UNAS
correctamente es “K-NN” con un 100.00%, seguido de la técnica “Arbol de decisién” con un
resultado igual a 96.89%, luego “SVM” con 94.80%, asimismo sigue “Redes neuronales” con

92.88% y por ultimo “Redes bayesianas” con un valor del 86.51%
Arbol de decisién (Train)

Tabla 46. Métrica de evaluacion (Train)— Sensibilidad darbol de decision

ftem Métrica Escala Formula Sensibilidad

g eqe , 0
3 Sensibilidad  Razdén - ( - ) 100 96.88%

Fuente: Elaboracion propia
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Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una sensibilidad =96.88% empleando la técnica

Arbol de decision.
Redes Neuronales (Train)

Tabla 47. Métrica de evaluacion (Train)— Sensibilidad Redes Neuronales

ftem Métrica Escala Formula Sensibilidad
3 Sensibilidad  Razodn 92.86%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una sensibilidad=92.86% empleando la técnica

Redes Neuronales.
SVM (Train)

Tabla 48. Métrica de evaluacion (Train)— Sensibilidad SVM

ftem Métrica Escala  Férmula Sensibilidad
3 Sensibilidad  Razdén 94.84%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una sensibilidad=94.84% empleando la técnica

SVM.
Redes Bayesianas (Train)

Tabla 49. Métrica de evaluacion (Train)— Sensibilidad Redes Bayesianas

ftem Métrica Escala Formula Sensibilidad
3 Sensibilidad  Razdén 86.28%

Fuente: Elaboracion propia
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Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una sensibilidad=86.28% empleando la técnica

Redes Bayesianas.
KNN (Train)

Tabla 50. Métrica de evaluacion (Train)— Sensibilidad KNN

ftem Métrica Escala Formula Sensibilidad
3 Sensibilidad Razon 100.00%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una sensibilidad=100.00% empleando la técnica

KNN.

Tabla 51. Cuadro comparativo de resultados rendimiento académico de los estudiantes de la
UNAS en base a la métrica Sensibilidad (Train)

TECNICA RESULTADO (%)
K-NN 100.00%
Arbol de decision 96.88%
SVM 94.84%
Redes neuronales 92.88%
Redes bayesianas 86.28%

Fuente: Elaboracion propia

Interpretacion: En la tabla 79 se evidencia que la técnica con mejor resultado en cuanto
al indicador sensibilidad que predice el rendimiento académico de los estudiantes de la UNAS
correctamente es “K-NN” con un 100.00%, seguido de “Arbol de decisién” con un resultado
igual a 96.88%, luego “SVM” con 94.84%, asimismo sigue “Redes neuronales” con 92.86% y

por ultimo “Redes bayesianas” con un valor del 86.28%.
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Arbol de decisién (Train)

Tabla 52. Métrica de evaluacion (Train) — Especificidad arbol de decision

ftem Métrica Escala Formula Especificidad

4 Especificidad  Razon - ( . ) 100C 98.96%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una especificidad=98.96% empleando la técnica

Arbol de decision.
Redes Neuronales (Train)

Tabla 53. Métrica de evaluacion (Train) — Especificidad Redes Neuronales

ftem Métrica Escala  Formula Especificidad

. . r 0
4 Especificidad  Razén - ( - ) 100 97.62%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una especificidad=97.62% empleando la técnica

Redes Neuronales.
SVM (Train)

Tabla 54. Métrica de evaluacion (Train) — Especificidad SVM

ftem Maétrica Escala  Formula Especificidad

. . r 0
4 Especificidad  Razén - ( - ) 100 98.28%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una especificidad=98.28% empleando la técnica

SVM.
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Redes Bayesianas (Train)

Tabla 55. Métrica de evaluacion (Train) — Especificidad Redes Bayesianas

ftem Métrica Escala  Formula Especificidad

4 Especificidad  Razon - ( . ) 100 95.42%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una especificidad=95.42% empleando la técnica

Redes Bayesianas.
KNN (Train)

Tabla 56. Métrica de evaluacion (Train) — Especificidad KNN

ftem Métrica Escala  Formula Especificidad

. . r o
4 Especificidad  Razén - ( - ) 100 100.00%

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una especificidad=100.00% empleando la técnica
KNN.

Tabla 57. Cuadro comparativo de resultados rendimiento académico de los estudiantes de la
UNAS en base a la métrica Especificidad (Train)

TECNICA RESULTADO (%)
K-NN 100.00%
Arbol de decisién 98.96%
SVM 98.28%
Redes neuronales 97.62%
Redes bayesianas 95.42%

Fuente: Elaboracion propia

Interpretacion: En la tabla 85 se evidencia que la técnica con mejor resultado en cuanto
al indicador especificidad que predice el rendimiento académico de los estudiantes de la UNAS

correctamente es “K-NN” con un 100.00%, seguido de la técnica “Arbol de decision” con un
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resultado igual a 98.96%, luego “SVM” con 98.28%, asimismo sigue “Redes neuronales” con

97.62% y por ultimo “Redes bayesianas” con un valor del 95.42%.
Arbol de decisién (Train)

Tabla 58. Métrica de evaluacion (Train)— puntuacion F'1 arbol de decision

ftem Métrica Escala Formula Puntuacion F1
5 Puntuacion Razon 2 ( o) 96.88%
F1 + o

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una puntuaciéon F1=96.88% empleando la técnica

Arbol de decision.
Redes Neuronales (Train)

Tabla 59. Métrica de evaluacion (Train)— puntuacion F1 Redes Neuronales

ftem Métrica Escala Formula Puntuacion F1
5 Puntuacion Razén 2 ( 0 ) 92.83%
Fl + 5

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una puntuaciéon F1=92.83% empleando la técnica

Redes Neuronales.
SVM (Train)

Tabla 60. Métrica de evaluacion (Train)— puntuacion F1 SVM

ftem Métrica Escala Formula Puntuacion Fl
5 Puntuacion Razon 2 ( 0) 94.81%
F1 + )

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una puntuaciéon F1=94.81% empleando la técnica

SVM.
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Redes Bayesianas (Train)

Tabla 61. Métrica de evaluacion (Train)— puntuacion F1 Redes Bayesianas

ftem Métrica Escala  Foérmula Puntuacion F1
5 Puntuacio Razoén 2 ( 0) 86.23%
nF1 + o)

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una puntuaciéon F1=86.23% empleando la técnica

Redes Bayesianas.
KNN (Train)

Tabla 62. Métrica de evaluacion (Train)— puntuacion F1 KNN

ftem Métrica Escala  Formula Puntuacion F1
5 Puntuacio Razon 2 ( 0) 100.00%
nFl1 + o)

Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una puntuacion F1=100.00% empleando la técnica

KNN.

Tabla 63. Cuadro comparativo de resultados rendimiento académico de los estudiantes de la
UNAS en base a la métrica puntuacion F1 (Train)

TECNICA RESULTADO (%)
K-NN 100.00%
Arbol de decision 96.88%
SVM 94.81%
Redes neuronales 92.83%
Redes bayesianas 86.23%

Fuente: Elaboracion propia

Interpretacion: En la tabla 91 se evidencia que la técnica con mejor resultado en cuanto
al indicador F1-Score que predice el rendimiento académico de los estudiantes de la UNAS
correctamente es “K-NN” con un 100.00%, seguido de la técnica “Arbol de decision” con un
resultado igual a 96.88%, luego “SVM” con 94.81%, asimismo sigue “Redes neuronales” con

92.83% y por ultimo “Redes bayesianas” con un valor del 86.23%
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Arbol de decisién (Train)

Tabla 64. Métrica de evaluacion (Train)— Curva ROC arbol de decision

ftem Métrica Escala Formula Curva ROC
6 Curva ROC Razén  1-especificidad= FP/VN+FP 100.00%
Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una Curva ROC=100.00% empleando la técnica

Arbol de decision.
Redes Neuronales (Train)

Tabla 65. Métrica de evaluacion (Train)— Curva ROC Redes Neuronales

ftem Meétrica Escala Formula Curva ROC
6 Curva ROC Razén 1-especificidad= FP/VN+FP 99.00%
Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una Curva ROC=99.00% empleando la técnica

Redes Neuronales.
SVM (Train)

Tabla 66. Métrica de evaluacion (Train)— Curva ROC SVM

ftem Métrica Escala Formula Curva ROC
6 Curva ROC Razén  1-especificidad= FP/VN+FP 100.00%
Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una Curva ROC=100.00% empleando la técnica

SVM.
Redes Bayesianas (Train)

Tabla 67. Métrica de evaluacion (Train)— Curva ROC Redes Bayesianas

ftem Métrica Escala Formula Curva ROC
6 Curva ROC Razon  1-especificidad= FP/VN+FP 97.00%
Fuente: Elaboracion propia
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Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una Curva ROC=97.00% empleando la técnica

Redes Bayesianas.
KNN (Train)

Tabla 68. Métrica de evaluacion (Train)— Curva ROC KNN

ftem Métrica Escala Formula Curva ROC
6 Curva ROC  Razon  1-especificidad= FP/VN+FP 100.00%
Fuente: Elaboracion propia

Interpretacion: Al hacer uso de técnicas de machine learning, se logra predecir el rendimiento
académico de los alumnos de la UNAS con una Curva ROC=100.00% empleando la técnica
KNN.

Tabla 69. Cuadro comparativo de resultados rendimiento académico de los estudiantes de la
UNAS en base a la métrica Curva ROC (Train)

TECNICA RESULTADO (%)
K-NN 100.00%
Arbol de decision 100.00%
SVM 100.00%
Redes neuronales 99.00%
Redes bayesianas 97.00%

Fuente: Elaboracion propia

Interpretacion: En la tabla 97 se evidencia que la técnica con mejor resultado en cuanto
al indicador Curva ROC que predice el rendimiento académico de los estudiantes de la UNAS
correctamente son las técnicas: “Arbol de decision”, “SVM” y “K-NN” con un 100.00%,

seguido de la técnica “Redes neuronales” con 99.00% y por ultimo “Redes bayesianas” con un

valor del 97.00%.
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Anexo 6
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Anexo 7

Solicitud de reporte académico de los estudiantes de la UNAS

SRA: OLIVIA PULGAR TAPIA

SOLICITO REPORTE ACADEMICO DE LOS ESTUDIANTES DE LA UNAS

Lima 14 de Julio del 2022

DIRECTORA DE LA OFICINA DE ASUNTOS ACADEMICOS DE LA UNAS

Yo: MARIA LUCI ZAMORA HERHNANDEZ, con DMI 43655298, bachiller de la facultad
de Informatica y sistemas de la UMAS, me dirjo a usted con el debide respeto y

expongo lo siguiente:

Que siendo necesaris contar con el reporte scadémico de los estudiantes de la
Universidad Macional Agraria de la Selva, correspondiente al pericdo 2012-1 al 2021-

Il para la elaboracion demi tesis, con los siguientes datos:

ITEM | CAMPOS ITEM CAMPOS
1 | Apellidos 14 Tipo de Colegio de Procedencia
2 |Mombres 13 Escuela profesional
3 |Apellidos y Mombres 16 Anfg de ingreso
4 |Genero 17 Ciclo académico actual
3 | Departamento 18 Total, de Creditos llevados
6 |Provincia 14 Créditos desaprobados
7 | Distrito 20 Créditos aprobados
8 |Fecha de Macimiento 21 Promedio ponderado anterior
9 |Edad 22 Promedio ponderado final
10 | Estado civi 23 Plan de estedio
11 | Codigo del alumne 24 Total de cursos maticulados
12 |Beneficiario de Pronabec 23 Total de cursos de nivelacian llevados
13 | Modalidad de ingreso

Solicito a usted sefors directora que tenga la bondad de asignar a quien comesponds
para gue me brinde lo solicitado.

Par lo expuesto
Le ruego a usted acceder a mi solicitud. Anficipo mis sinceros agradecimientos.

Maria Luci Zamora Hernandez
DMI: 43655238
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Anexo 8

Respuesta a la Solicitud de reporte académico de los estudiantes de la UNAS

El mar, 6 sept 2022 a las 9:12, Jorge Luis Jara Linares - DICDA (<jorge jara@unas edu pe=) escribid:
Buenos dias, hago entrega de la informacion solicitada segun el formato proporcionado

Saludos

Jorge Luis Jara Linares jorge.jara@unas.edu.pe
Especialista de Sistemas +5_1 96.161_32?4
Resp. Area de Soporte Informdatico @jorlujarlin

DIRECCION DE ASUNTOS ACADEMICOS
UNIVERSIDAD NACIONAL AGRARIA DE LA SELVA

[Mensaje recortado] Ver todo el mensaje

1 archivo adjunto+ Analizado por Gmail ()

B Reporte_Luci.xlsx '




